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Avant Propos


Ce stage s’inscrit dans un programme de la région Lorraine (CPER) chargé d’élaborer un système informatique permettant à un groupe de robots dotés de caméra mobile d’évoluer librement et de manière autonome dans un environnement industriel afin de réaliser des tâches de surveillance. Dans ce cadre, de nombreux problèmes sont abordés : perception de l’environnement, planification, systèmes multi-agents… Ce programme s’appuie entre autre sur les compétences de l’équipe ERSIDP
 de Supélec et de l’équipe Cortex du Loria. Deux approches sont étudiées simultanément, l’une s’appuyant sur l’intelligence artificielle classique pour l’obtention de résultats à moyen terme, l’autre sur les réseaux de neurones dans une perspective de recherche fondamentale et appliquée. Or, il est clair que la réalisation d’un robot autonome n’est pas sans poser de multiples problèmes. Avant même d’envisager la réalisation de tâches de planification et de coopération, il est nécessaire de résoudre les tâches perceptives qui restent encore un défi pour de nombreux systèmes informatiques.


L’objectif du stage consiste à élaborer une carte corticale visuelle pour le robot afin qu’il puisse interpréter son environnement à partir d’un flux d’images vidéo. Pour ce faire, nous nous inspirons de la stratégie employée par les êtres humains pour analyser une scène. Ce traitement consiste en une suite de saccades oculaires. A cet effet, l’œil dispose d’une vision centrale précise pour l’analyse des détails et d’une vision périphérique contextuelle pour lui indiquer la direction du prochain mouvement à effectuer. L’ensemble des mouvements et des motifs extraits par la vision centrale peut alors être assimilé à la signature d’un objet (cf. fig. 1)
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fig. 1 exemple schématique de parcours réalisé par l’œil pour la reconnaissance d’objets


Au niveau du cerveau, cette tâche est majoritairement réalisée par la coopération de plusieurs aires corticales :
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fig. 2 Positionnement dans le cortex des aires impliquées dans la tâche des saccades oculaires.




1. le cortex frontal joue le rôle de système motivationnel (ex. chercher un carré),

2. un système moteur prend en charge les saccades oculaires,

3. le cortex visuel assure la perception,

4. un système perceptivo-moteur asservit les saccades oculaires aux perceptions,

5. un système de reconnaissance d’images


Dans le cadre de ce stage, nous nous concentrerons plus particulièrement sur la tâche réalisée par le cortex visuel. A cette fin, nous tenterons de mettre en place un modèle de carte corticale ayant pour rôle d’extraire les motifs visuels de l’environnement du robot. L’utilisation d’une rétine artificielle permet au robot de guider sa caméra car cette rétine dispose d’une vision centrale précise et d’une vision périphérique donnant des indications sur le prochain mouvement à effectuer. L’ambition de ce projet est à plus long terme que le robot soit capable de diriger sa caméra vers des zones d’intérêts selon des séquences de motifs visuels qu’il aura construites de manière non supervisée au cours de son fonctionnement. Implicitement, cette modélisation repose sur deux axes directeurs. D’une part, le robot est capable d’apprendre de façon non supervisée les motifs visuels pertinents et d’ignorer ceux qui ne le sont pas. Parmi les architectures autorisant ce type d’apprentissage, les cartes auto organisatrices de Kohonen sont souvent utilisées. De plus, de nombreuses variations autour de cette technique ont été proposées afin de lever certaines de ses limitations. D’autre part, le mécanisme de décision du parcours oculaire de l’image repose sur des informations contextuelles apportées par la vision périphérique. Les modèles de neurones issus du paradigme du conditionnement apportent alors des éléments de réponses pour l’utilisation de ce type d’information dans la mesure où cette décision est le fruit d’un système motivationnel. Nous étendrons également notre étude aux neurones intégrant l’aspect temporel dans leur mode de fonctionnement dans l’idée de gérer des séquences d’actions ou des séquences de motifs visuels. Nous axerons donc notre réflexion selon trois directions :

· les cartes auto-organisatrices permettant un apprentissage non supervisé,

· les modèles de neurones temporels,

· les modèles de neurones issus du paradigme du conditionnement.


Après avoir décrit quelques modèles représentatifs de ces différents thèmes, une architecture s’appuyant sur différents points forts des modèles étudiés sera proposée. Une annexe technique présente les éléments de codage nécessaires à une personne extérieure pour une amélioration du modèle proposé.

I Quelques modèles inspirés de la biologie

I.1 Les cartes auto-organisatrices

I.1.1 La carte de Kohonen


La carte de Kohonen ([1], 1988) effectue une compression sur les données reçues en entrée en représentant des signaux de dimension N dans un espace de dimension moindre. La propriété la plus intéressante de cette carte est la faculté de préserver les relations topologiques des signaux d’entrées. Il est intéressant de noter que des fonctions similaires sont présentes dans les cerveaux humain et animal ce qui est un premier point en faveur de la préservation de la topologie comme un mécanisme essentiel dans le traitement du signal ([2], 1977).
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fig. 3 Carte de Kohonen.
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fig. 4 Cellule de Kohonen.


La carte se présente sous la forme d’une grille de cellules (cf. fig. 3). Un signal d’entrée 
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 est présenté à toutes les cellules de la grille. Chaque cellule réagit préférentiellement à un signal prototype 
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 spécifique (cf. fig. 4). Des interactions de voisinage entre cellules de la grille sont matérialisées par des connexions latérales. Ces interactions locales assurent un mécanisme de compétition entre les cellules pour favoriser la cellule la plus excitée par le signal d’entrée 
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Ainsi, pour calculer les excitations consécutives à la présentation aux cellules de la grille du signal d’entrée 
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, on calcule la distance 
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 séparant ce signal et aux vecteurs prototypes 
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 des cellules cij conformément à l’équation (1) :
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[image: image16.wmf])

(

)

(

)

(

Pr

)

(

t

ij

t

t

ij

S

S

-

=

d



A partir de cette distance, deux méthodes s’offrent à nous pour mettre en œuvre le mécanisme de compétition qui va favoriser les cellules les plus excitées :

· par un calcul local, utilisant les influences exercées par les neurones les uns sur les autres (via les liens latéraux), qui fait émerger une activité en chapeau mexicain autour des neurones les plus actifs,

· par application a posteriori sur le voisinage du neurone le plus actif d’une activité en chapeau mexicain (algorithme du ‘winnner takes all’)
(cf. fig. 5).
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fig. 5 activité en chapeau mexicain
 autour du neurone le plus excité
(ici, le neurone central de la grille).





On représente en vert les cellules de la grille, en violet la nappe d’activité générée par un neurone fortement excité. Lorsqu’on utilise la première méthode, on définit pour calculer les influences des neurones de la grille sur un neurone N des poids dont les valeurs se répartissent autour de N en suivant un chapeau mexicain.


Désignons alors par c* (cf. (2) ) la cellule dont le prototype 
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 est le plus semblable au signal d’entrée.

(2) 
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L’apprentissage non supervisé s’opère par une modification des prototypes des cellules appartenant au voisinage N* de c* afin d’augmenter la ressemblance entre le vecteur d’entrée et les prototypes les plus similaires. Le processus d’auto organisation s’opère selon l’équation (3).

(3) 
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avec a(t) le coefficient d’apprentissage,
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fig. 6 Processus d’auto organisation, avant modification des prototypes.
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fig. 7 Processus d’auto organisation, après modification des prototypes.


Le processus d’auto organisation consiste en une modification des prototypes. Les figures ci-dessus représentent un espace d’entrée (S1, S2) bidimensionnel pour permettre la visualisation du phénomène. Pour clarifier l’exemple, les prototypes sont répartis de manière homogène dans l’espace d’entrée alors que cette répartition est aléatoire expérimentalement. Le signal d’entrée est représenté en vert, un neurone est placé à l’endroit de son prototype en bleu. L’apprentissage a pour effet de ‘regrouper’ les prototypes du voisinage autour du signal d’entrée : le neurone gagnant (en rouge) ainsi qu’une partie de son voisinage se rapprochent du signal d’entrée (en mauve, région où le chapeau mexicain est positif) alors que les cellules inhibées par les interactions locales (en bleu clair, région où le chapeau mexicain est négatif) s’en éloignent.

Au cours de l’apprentissage, on réitère le processus pour l’ensemble des signaux 
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 perçus et les vecteurs prototypes de la grille se stabilisent vers un ensemble de prototypes représentatifs de la distribution des signaux de l’espace d’entrée.


L’une des forces de la carte de Kohonen (et des cartes auto-organisatrices en général) est de conserver les relations topologiques entre les différents vecteurs de l’espace d’entrée. Ainsi, des prototypes proches sur la grille sont proches dans l’espace d’entrée ce qui autorise une certaine résistance au bruit pour les traitements qui s’appuient sur ces prototypes. Toutefois, outre le nombre d’itérations à effectuer pour obtenir un apprentissage efficace, le réglage du rayon et du voisinage en chapeau mexicain dépend fortement des données à traiter. De plus, la topologie de l’espace d’arrivée (généralement bidimensionnelle) peut être très différente de la topologie de l’espace d’entrée du fait de la définition statique de la configuration de la grille. Remarquons que des améliorations ont été proposées ([3], 1990) afin de combler certaines limitations des grilles de Kohonen, en particulier celles inhérentes à la topologie de la carte.

Les grilles dynamiques 


Les grilles dynamiques de Fritzke ([5], 1995) sont une extension des cartes de Kohonen. Le fonctionnement de base reste identique à celui de la carte de Kohonen. La grille de départ est une carte rectangulaire M dont chaque noeud est une cellule cij . A chaque cellule cij de la grille est associée un accumulateur noté 
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fig. 8 Cellule de Fritzke.
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fig. 9 Carte de Fritzke.


Cet accumulateur est destiné à fournir une information statistique pour décider de l’endroit d’insertion d’une nouvelle ligne (ou d’une nouvelle colonne) de cellules. A chaque vecteur d’entrée 
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présenté, on choisit la cellule c*  la plus proche du signal 
d’entrée ( cf. (2)). Les vecteurs prototypes de la grille sont alors modifiés selon l’équation suivante :

(4) 
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 un pas d’apprentissage constant,
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 l’étendue du voisinage.


De plus, on incrémente l’accumulateur 
[image: image35.wmf]*

t

 d’une certaine valeur (1 ou 
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). L’insertion d’une nouvelle colonne ou d’une nouvelle ligne est décidée selon des cycles dépendant de la taille de la grille. Cette insertion (cf. fig. 10, fig. 11) est réalisée autour de la cellule N+ possédant l’accumulateur le plus élevé. Cet accumulateur, lorsque la cellule associée est gagnante, correspond alors au prototype qui est le plus souvent utilisé (pour un incrément de 1) ou à celui pour lequel l’erreur est la plus importante (pour un incrément de 
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L’ajout de colonne est réalisé entre la cellule N+ et sa voisine la plus éloignée (au sens des prototypes). Le vecteur prototype d’une cellule c’ appartenant à une nouvelle colonne (resp. une nouvelle ligne) est donné par l’équation (5) (resp. (6) ).
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fig. 10 Choix du lieu d’insertion.


[image: image41.jpg]Cellules insérées




fig. 11 Insertion des cellules.


L’arrêt de la croissance de la grille est défini arbitrairement. Lorsque la croissance est terminée, un affinement des prototypes peut être réalisé en modifiant le taux d’apprentissage. Les grilles dynamiques sont donc un réseau dont la taille s’accroît au fur et à mesure de l’apprentissage. Remarquons qu’un réseau dynamique avait déjà été proposé ([9], 1990) dans lequel la croissance de la grille était réalisée dans toutes les directions. Les deux objectifs principaux de ces grilles sont de s’affranchir de la définition du coefficient et du voisinage d’adaptation variable dans le temps et de s’adapter à la topologie de l’espace d’entrée pour un surcoût de calcul relativement faible. Fritzke a proposé d’autres systèmes incrémentaux (« growing cell structures » [7] 1994, [8] 1991 ; «growing neural gas » [6] 1995). Dans ces nouveaux modèles, on insère et/ou supprime à chaque cycle une cellule unique. 


L’intérêt de ces structures incrémentales résident dans l’approximation plus fine de la densité autour d’un prototype. Cela est particulièrement intéressant lorsque la grille incrémentale est isolée de toutes autres structures. Toutefois, dans une architecture complexe constituée de plusieurs grilles connectées entre elles, l’insertion et la délétion de cellules d’une grille risquent de perturber l’apprentissage des cartes auto organisatrices voisines.

Les neurones temporels


On peut distinguer deux approches pour ces modèles dans la littérature. La première consiste à adjoindre à un modèle classique de réseaux (le perceptron multicouches avec rétro-propagation du gradient de l’erreur) une extension pour le traitement du temps. Cet ajout est réalisé par exemple par l’utilisation de lignes de retard sur chaque dendrite du neurone (« Time Delay Neural Network » utilisé pour le traitement de la parole, [12], 1989). Cette gestion externe du temps ne permet pas de lever les limitations de ces modèles. D’autre part, une telle modélisation semble éluder le fait qu’un neurone soit avant tout un système dynamique. Pour ces différentes raisons, nous nous concentrerons sur les modèles issus de la seconde approche qui inclut d’emblée une composante temporelle à la dynamique des neurones et qui est généralement liée au paradigme du conditionnement.

I.1.2 Les neurones impulsionnels


Les neurones impulsionnels ([14], 1998) constituent l’une des modélisations qui s’inspire des trains de potentiels d’actions
 des neurones biologiques. Ainsi, l’activité de chaque neurone est gérée explicitement en conservant les dates d’activité des potentiels d’action. A partir de ces données brutes, de nombreuses opérations peuvent être réalisées.
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fig. 12 Emission de spike.




A chaque potentiel d’action entrant, le potentiel du neurone à délivrer un potentiel d’action augmente. Lorsque ce potentiel atteint une limite supérieure, le neurone émet à son tour un potentiel d’action.


L’intérêt de ce modèle réside dans la précision de la description de l’activité neuronale et dans l’apparition de phénomènes émergents liés à une population importante de neurones identiques. Le principal inconvénient est directement lié à cette précision de modélisation puisque cela implique un surcoût de calcul important. De plus, du fait de la nouveauté de ce modèle, les règles d’apprentissage ne sont pas encore établies de manière précise.

I.1.3 Les intégrateurs à fuite


Les intégrateurs à fuite ([15], 1991) modélisent le comportement du neurone par l’utilisation d’équations différentielles temporelles. Ainsi, dans le modèle simplifié, l’entrée du neurone appartient à l’intervalle [0..1]. L’activité de la membrane s’obtient alors par une équation différentielle liant l’entrée et l’activité. La sortie du neurone est ensuite calculée par rapport à l’activité.
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fig. 13 Coexistence des activités de neurones
grâce au phénomène de trace.




Ce modèle permet ainsi de laisser une trace de l’activité d’un événement. De ce fait, les traces de deux événements générés à des instants différents peuvent coexister grâce à cette activité rémanente et interagir par apprentissage.

I.1.4 Les modèles de Grossberg


Grossberg propose une modélisation fine de la dynamique des synapses. Ainsi, le modèle du « gated dipole » ([18], 1984) s’appuie sur une modélisation du métabolisme de la synapse.

I.1.4.1 La synapse


S’inspirant des mécanismes chimiques de la synapse biologique, la conductance z de la synapse informatique est liée à une quantité de neurotransmetteurs libérés à chaque influx pré-synaptique. L’activité post-synaptique T est calculée selon cette conductance et la valeur de l’activité pré-synaptique S selon l’équation :

(7) 
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La réserve de neurotransmetteurs est soumise à deux processus antagonistes décrits par l’équation suivante :

(8) 
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Le premier terme de l’équation précédente représente la production de neurotransmetteurs à la vitesse de remplissage A jusqu’à atteindre la quantité maximale de neurotransmetteurs B. Le second terme décrit l’épuisement de la quantité de neurotransmetteurs consécutif à une activité pré-synaptique.
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fig. 14 Dynamique de la synapse, d’après [18].


Parmi les propriétés remarquables de la synapse, on peut souligner la hausse brutale (« overshoot ») de la valeur 
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 sur un front montant de l’entrée 
[image: image48.wmf])

(

t

S

. Un phénomène équivalent (« undershoot ») existe sur un front descendant de l’entrée 
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. Ces deux discontinuités du signal de sortie permettent de marquer l’apparition et la disparition du signal d’entrée.

Le « gated dipole »


Le « gated dipole » (cf. fig. 15) se compose de deux entrées et de deux sorties et utilise de manière interne deux synapses. L’entrée input permet de soumettre au « gated dipole » l’activité d’un stimulus alors que l’entrée arousal permet de faire varier son excitabilité. La sortie On détecte les fronts montants de input alors que la sortie Off réagit aux fronts descendants. Le phénomène d’habituation est directement lié aux processus synaptiques.
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fig. 15 Le « gated dipole », d’après [18].


Ce mécanisme (variation de l’excitabilité liée à une entrée spécifique) est susceptible d’être utilisé dans les processus mettant en œuvre des mécanismes attentionnels
 et est à rapprocher du mécanisme d’activité d’appel présenté ultérieurement (cf. §I.4.4). 

I.1.5 Synthèse


Les modèles de neurones temporels présentent de nombreuses similitudes. L’utilisation d’équations différentielles pour les modèles de haut niveau permet de décrire l’évolution des variables d’états du neurone. Cette gestion du temps autorise des mécanismes plus robustes qu’une discrétisation du temps liée à une interaction synchrone avec le monde (une action à la date t entraîne sa conséquence à la date t+1…). De plus, on remarque la présence de trace qui autorise la détection de corrélations entre différents signaux de sortie. Dans le cadre de notre projet, ces traces (résultantes des motifs visuels perçus) permettront la détection de séquences visuelles.

Les mécanismes d’apprentissage

I.1.6 La règle de Hebb (1949)


Parmi les différents paradigmes de l’apprentissage, l’une des hypothèses utilisées a été formulée en 1949 par Hebb. La règle d’apprentissage de Hebb (biologiste) se formule de la manière suivante :

« quand une cellule A excite de manière répétée une cellule B,

l’efficacité de A à exciter B est améliorée par des changements métaboliques »
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fig. 16 Le neurone formel de Mc Culloch et Pitts ([13], 1943)


Considérons un neurone formel N ([13], 1943) possédant les entrées pré-synaptiques
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 ; et une sortie post-synaptique y calculée selon l’équation :
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avec f une fonction sigmoïde.
La règle de Hebb peut alors se formuler mathématiquement de la façon suivante :

(10) 
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avec a une constante définissant le pas d’apprentissage.


On constate donc que le mécanisme d’apprentissage s’attache à mettre en relief les corrélations entre le signal de sortie et les signaux d’entrée. En effet, plus le signal de sortie y et le signal d’entrée 
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 sont similaires, plus le poids 
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 sera augmenté ce qui renforcera l’influence de l’entrée 
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 dans la réponse y. Toutefois la règle de Hebb n’est pas suffisante pour rendre compte des expériences de conditionnement classique.

La règle de Widrow-Hoff (1972)


La règle de Widrow-Hoff stipule que l’apprentissage ne se réalise que lorsqu’un événement viole les prédictions d’un organisme. La formulation mathématique de Rescola-Wagner (cf. (12), [24], 1981) intègre le rôle d’un signal de sortie désirée z afin de rendre compte du mécanisme d’apprentissage.
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avec f une fonction sigmoïde.
(12) 
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Afin de comprendre le rôle de cette sortie désirée, on peut faire référence à l’expérience de conditionnement de Pavlov. Présentons à un animal un stimulus inconditionnel ICS (un morceau de viande) produisant naturellement la réponse inconditionnelle ICR (la salivation). Le mécanisme de conditionnement consiste à associer un stimulus conditionnel CS (le tintement d’une cloche) au stimulus inconditionnel ICS. Pour ce faire, le stimulus CS est présenté suivi du stimulus ICS. Lorsque le conditionnement aura opéré, la réponse CR issue de la présentation du stimulus CS sera relativement proche de la réponse ICR.


L’équation (12) permet de rendre compte du phénomène d’association d’un ensemble de stimuli conditionnels CSi à la réponse inconditionnelle ICR. Assimilons z au stimulus inconditionnel ICS, xi à un stimulus conditionnel CSi et considérons la force d’association 
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 qui lie ICS à CSi. En l’absence de tout stimulus conditionnel, la force d’association n’est pas modifiée et la réponse y est invariante. Durant la phase de conditionnement, la présence conjointe des stimuli conditionnels et du stimulus inconditionnel provoque une modification des poids, modification d’autant plus importante que la réponse est différente du stimulus inconditionnel. Par conséquent, lorsque le conditionnement est réalisé, la réponse y générée par les stimuli conditionnels est proche de celle générée par le stimulus inconditionnel. Remarquons que cette règle d’apprentissage est compétitive. Ainsi lorsqu’un stimulus conditionnel a été associé au stimulus inconditionnel, le terme [z-y] est nul ce qui bloque toute nouvelle association.

I.2 Les neurones issus du conditionnement


Les modèles suivants se proposent d’intégrer la dimension temporelle aux processus de conditionnement.

I.2.1 L’élément adaptatif


Le modèle de Sutton et Barto ([24], 1981) propose de rendre compte de ce phénomène d’association présenté précédemment (cf §I.3.2) en proposant une adaptation temporelle de la règle de Widrow-Hoff. Le neurone possède n entrées notées 
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, jouant le rôle des CSi. et une entrée spécialisée x0 pour ICS. La sortie y du neurone correspond aux réponses ICR et CR. Nous noterons par la suite
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 la trace temporelle associée au signal s. 

L’élément adaptatif est régi par l’ensemble d’équations suivant :
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avec f une fonction sigmoïde.
(16) 
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avec a le pas d’apprentissage.


Nous retrouvons avec les équations (13) et (14) la notion de trace d’un signal présente dans les modèles de neurones temporels. L’équation (15) reste la réponse classique d’un neurone soumis à plusieurs entrées. L’équation (16) fait quant à elle référence à la règle de Rescola-Wagner (cf. (12) ). On notera de plus que l’intervalle entre les stimuli conditionnels et le stimulus inconditionnel à un impact non négligeable sur la capacité d’adaptation du neurone.
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fig. 17 Le paradigme du « blocking »


La figure précédente illustre une des conséquences de la règle de Sutton et Barto. Ainsi, la première partie de la courbe est représentative d’une expérience de conditionnement avec un seul signal conditionnel. Dans la seconde partie de la courbe, la connexion du signal CS2 n’est pas renforcée (« blocking ») du fait de l’association entre ICS et CS1. Enfin, la dernière partie représente l’apprentissage du prédicteur le plus précoce de ICS grâce à la modification des poids synaptiques.

I.2.2 Le « spectral timing model »


Le « spectral timing model » développé par Grossberg et Schmajuk ([17], 1989) s’appuie sur la modélisation de la synapse (cf. §I.2.3.1). L’idée est d’ajouter pour chaque entrée une batterie de synapses réagissant sur une fenêtre temporelle propre. De cette façon, le neurone sera capable d’associer le délai qui sépare un signal conditionnel du signal inconditionnel.


Nous décrivons ici un neurone possédant une entrée SCS pour un signal conditionnel qui dispose de n synapses et d’une entrée SICS pour le signal inconditionnel. L’activité liée à la spécificité temporelle d’une synapse i est notée xi, la conductance zi. La force d’association liée à la synapse est notée 
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fig. 18 le « spectral timing model ».


Le modèle est régi par les équations suivantes :
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avec A et B des constantes.
Le terme en A est responsable de la disparition de l’activité xi lors de la disparition du signal CS. Le terme en B est responsable de la montée en puissance de cette activité tant que le signal CS est actif.
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avec C et D des constantes.
Cette équation fait référence à l’équation de production/déplétion des neurotransmetteurs de la synapse (cf. (8) ).
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avec E une constante,

f une fonction sigmoïde.

On constate que le terme 
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est directement lié à l’énergie transmise par le stimulus CS dans une fenêtre temporelle spécifique. Le terme 
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 asservit la force d’association de la synapse à l’intensité du signal inconditionnel ICS.


Au final, la sortie du neurone est donnée par l’équation suivante :
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avec F une valeur seuil.

La triade synaptique
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fig. 19 La triade synaptique


La triade synaptique proposée par Dehaene et Changeux ([25], 1989) utilise un troisième signal spécifique pour moduler l’apprentissage. Ce signal influence directement la modification des poids de la synapse. Selon la similitude du signal d’entrée sur la sortie (cf. §I.3.1), l’importance du signal de modulation sera modifiée. L’intérêt de ce signal spécifique est qu’il a une valeur contextuelle lors de l’apprentissage.

I.2.3 La colonne corticale


La colonne corticale ([19], 1991) s’inspire d’un modèle biologique ([26], 1989). Les colonnes corticales sont un regroupement d’une centaine de neurones fortement interconnectés, reliés à quelques neurones pyramidaux. Elles tapissent le cortex cérébral. Une colonne peut être divisée de manière grossière en trois couches. La première assure les connexions cortico-corticale. La couche intermédiaire reçoit les entrées perceptives du thalamus. Enfin la dernière couche prend en charge les connexions avec les structures cérébrales.


Certains modèles informatiques s’appuient sur ces considérations biologiques. La colonne possède trois niveaux d’activité. L’état inhibé correspond à une inactivité des neurones pyramidaux. L’état de sensibilisation est lié soit à l’activité de la couche thalamique, soit à l’activité de la couche corticale. Enfin, l’état d’excitation est activé par une stimulation conjointe des deux couches précédentes. 

I.2.3.1 L’activité d’appel

L’activité d’appel correspond à l’état de sensibilisation précédemment évoqué et représente le cœur du modèle car elle permet une recherche guidée par le but. L’apprentissage est ici représenté par les séquences causales entre les colonnes. Ainsi, un but sera atteint en engendrant une activité d’appel sur les colonnes représentant le but. Si le contexte courant ne permet pas l’atteinte immédiate du but, l’activité d’appel se propagera sur l’ensemble des colonnes.

La spécialisation


Dans certains cas, il peut être nécessaire de spécialiser une colonne en fonction des contextes auxquels elle est associée. Ce phénomène est approximé dans certains modèles informatiques [21] par une division de la colonne (cf. fig. 20) et une spécialisation des entrées par rapport au contexte.
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fig. 20 Spécialisation de colonne corticale, d’après [23].


Le paradigme des colonnes corticales permet de rendre compte de la fonction de planification du cortex préfontal ([21], 1999) grâce à l’état intermédiaire de sensibilisation qui se propage auprès des colonnes voisines afin d’obtenir une éventuelle excitation pour la colonne possédant la bonne configuration. De ce fait, cette propagation d’appel se dirige vers les actions pertinentes en fonction des ‘motivations’ du système.

I.2.4 Synthèse


Malgré la diversité des différents modèles proposés (issue de la différence des objectifs à atteindre pour chacun des modèles), plusieurs idées complémentaires peuvent être dégagées :

· Le recours à une trace temporelle permet la détection de corrélations entre différents signaux. On peut repérer notamment le prédicteur le plus précoce d’un signal et pronostiquer une estimation du délai séparant ces deux signaux,

· Les capacités de planification et de prédiction sont étroitement liées à la notion de contexte. Or ces différentes capacités sont isolées dans les différents modèles.


Cependant, il reste délicat d’intégrer ces différents aspects dans une modélisation unique. En effet, les mécanismes proposés se situent pour les différents modèles à des niveaux de granularité différents. Ainsi, comment peut-on concilier les mécanismes de granularité microscopique (dans le sens où ces mécanismes sont internes au neurone) et les mécanismes macroscopiques modélisés par des représentations intégrant une assemblée de neurones ?

II Le systeme de vision


L’architecture du système de vision du robot que nous proposons se compose de deux éléments qui ont des fonctions analogues à celles des systèmes biologiques. D’une part, une rétine artificielle effectue une compression de l’image obtenue par la caméra. D’autre part, une carte auto-organisatrice a pour objectif de mémoriser les différents motifs visuels perçus par le robot dans son environnement.

II.1 Aperçu général


Avant d’entrer dans les détails de la modélisation, nous nous proposons de montrer la principale différence entre les cartes auto organisatrices de Kohonen et le modèle que nous avons réalisé. A titre d’exemple, nous allons supposer que les deux cartes reçoivent en entrée des vecteurs de l’espace des couleurs. Alors que dans le cas de la carte de Kohonen, tous les neurones de la grille perçoivent le même signal d’entrée, les neurones de notre carte corticale reçoivent tous un signal d’entrée différent caractéristique de la zone que chaque neurone couvre. Après apprentissage, la carte de Kohonen pourrait s’être organisée selon fig. 21, la carte visuelle primaire selon fig. 22.

[image: image83.jpg]



fig. 21 état de la carte de Kohonen après apprentissage.
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fig. 22 état de la carte visuelle primaire après apprentissage.


Localement, la carte visuelle primaire possède les propriétés des cartes de Kohonen. Toutefois, si l’on présente une image en couleur (provenant de la rétine) à cette carte, plusieurs cellules seront activées selon la couleur perçue et l’endroit de cette couleur sur la rétine. Ainsi une zone située en haut à gauche au niveau de l’image sera en relation avec une partie de la carte située en haut à gauche. Cette propriété (la rétinotopie) est illustrée avec les figures suivantes fig. 23 et fig. 24. Les neurones en couleur (fig. 24) correspondent à ceux qui sont activés suite à l’image présentée. Seuls les neurones réagissant à la couleur bleue sont excités dans la bande supérieure de la carte corticale, cette zone faisant référence à la zone supérieure de l’image.
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fig. 23 image perçue par la caméra.
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fig. 24 activité de la carte corticale (fig. 22) associée à l’image perçue.


Précisons que notre modèle de carte à pour objectif de réaliser une tâche similaire, non plus avec des couleurs, mais avec des primitives visuelles.

II.2 La rétine


La rétine du robot constitue la première étape du traitement visuel. De même que la rétine humaine, la rétine du robot est composée d’un ensemble de neurones rétiniens dont les champs récepteurs sont placés sur la surface de l’image issue de la caméra. La densité de champs récepteurs sur l’image n’est pas homogène, autorisant ainsi une vision précise des détails au centre et une vision ‘contextuelle’ en périphérie. Pour ce faire, le nombre de champs récepteurs au centre de l’image est nettement supérieur au nombre de champs récepteurs périphériques. Cette vision périphérique doit guider le choix du mouvement de la caméra en fonction des indices visuels perçus à la périphérie de l’image rétinienne.

La répartition des neurones


Un neurone de la rétine perçoit une zone circulaire de l’image de la caméra dont le centre correspond à la position du champ récepteur du neurone.
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fig. 25 Position des champs récepteurs (N’) des neurones (N) regroupés au centre de l’image.




Les neurones rétiniens sont stockés dans un tableau dont le centre O coïncide avec le centre de l’image. La position du champ récepteur d’un neurone est donnée par l’équation (21).
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avec O le centre de l’image,

f une fonction croissante,

N la position du neurone dans le tableau,

N’ la position du champ récepteur dans l’image,

r la distance du neurone au centre O.


Dans le cadre de ce stage, deux classes de fonctions f ont été utilisées :

· une répartition radiale polynomiale, obtenue par application de la fonction 
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· une répartition radiale exponentielle, obtenue par application de la fonction 
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Ces deux classes de fonctions que nous proposons permettent ainsi de simuler une vision centrale (ON’<ON) et une vision périphérique (ON’>ON).


Expérimentalement, on remarque que la répartition exponentielle projète un plus grand nombre de champs récepteurs hors de l’image. Cet inconvénient est compensé par une densité de champs récepteurs au centre de l’image plus grande comparée à celle obtenue par une répartition polynomiale.

L’activité des neurones


Le calcul que nous proposons pour obtenir l’activité An d’un neurone n s’obtient conformément à l’équation (22), qui effectue la moyenne des intensités Ip des pixels p présents dans la zone de perception (de rayon Rn) du champ récepteur pondéré par un facteur gaussien. Le facteur gaussien permet de donner plus de poids aux pixels situés proches du neurone et de limiter l’influence de ceux qui sont éloignés (cf. fig. 26).
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fig. 26 Contribution de l’intensité des pixels à l’activité d’un neurone.
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Le rayon perceptif Rn d’un neurone n est obtenu en effectuant la moyenne des distances séparant le centre du champ récepteur du neurone du centre des champs récepteurs des huit neurones voisins nv.


De cette façon, tous les pixels de l’image sont perçus et il existe un recouvrement des rayons perceptifs entre des neurones voisins. Ainsi, pour les neurones du centre de l’image, on obtient un rayon perceptif limité au pixel associé au neurone (vision fine) alors que les neurones de la périphérie correspondent à une vision large.
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fig. 27 Recouvrement des rayons perceptifs pour une distribution polynomiale.
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fig. 28 Recouvrement des rayons perceptifs pour une distribution exponentielle.


Les images précédentes (fig. 27, fig. 28) montrent l’accroissement du rayon perceptif pour quelques neurones situés à différentes distances du centre de l’image. La tâche bleue au centre correspond aux champs récepteurs ayant un rayon perceptif réduit à un unique pixel (vision centrale). Le recouvrement des rayons perceptifs est visualisé par le passage de la couleur vert foncé à la couleur jaune. Les points blancs représentent la répartition des champs récepteurs sur l’image de la caméra.

II.2.1 Résultats et remarques


Les images suivantes (fig. 30, fig. 31) illustrent de l’activité des neurones de la rétine et permettent de se rendre compte de ‘l’effet de loupe‘ de la vision centrale. On constate aussi que le taux de compression est directement lié au nombre de neurones composant la rétine. La taille de l’image de la caméra est de 480*640 soit environ 300 000 pixels. L’image de la rétine est due à l’activité de 16 000 neurones (soit un taux de compression d’environ 19). Le cadre noir est du à des champs récepteurs qui ont été projeté hors de l’image de la caméra.
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fig. 29 Image caméra
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fig. 30 Image rétinienne obtenue par la répartition polynomiale
de 4000 champs récepteurs.
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fig. 31 Image rétinienne obtenue par la répartition exponentielle
de 4000 champs récepteurs.


Les images de l’activité rétinienne présentent du fait de la répartition non homogène des champs récepteurs des neurones rétiniens sur la surface de l’image caméra une vision centrale précise et une vision périphérique contextuelle. Cette vision périphérique permettra ultérieurement de guider le mouvement de la caméra vers les zones présentant des motifs recherchés par le module de planification (modèle de cortex frontal, cf. [21], 1999).

La carte visuelle primaire 


L’utilisation d’une carte auto-organisatrice répond aux impératifs de structuration des entrées visuelles (obtenue par les prototypes des cartes auto organisatrices) et de robustesse (liée aux propriétés topologiques de ces cartes). Le modèle informatique que nous avons développé a pour objectif de reproduire certaines fonctionnalités des cartes corticales visuelles primaires des systèmes biologiques.

II.2.2 La notion de distance


La distance est un élément important dans les cartes auto organisatrices car elle permet de comparer les prototypes des cellules au signal d’entrée. Toutefois, du fait de la nature spécifique des images, la distance euclidienne classique de 
[image: image99.wmf]Â

 n’est pas adaptée. En effet, ce type de distance ne prend pas en compte les relations de proximité entre pixels voisins. L’exemple proposé (cf. fig. 32) illustre cette remarque. En utilisant la distance classique, la distance séparant l’image x des images y1 et y2 est égale. Or l’image y1 est intuitivement plus proche de l’image x que l’image y2.
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fig. 32 Résultat du calcul
de la distance euclidienne.




Distance euclidienne :
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La distance euclidienne ne permet pas d’obtenir 
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Par conséquent, nous proposons une distance
 pour essayer d’estimer la similitude entre deux images. Considérons deux images x et y de taille identique. Le critère de similitude match(x,y) de ces deux images consiste à sommer la similitude (ou contribution) Cij de chacun des pixels de l’image (cf. (23)).
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 (cf. (24))s’interprète comme la contribution du pixel de l’image x positionné en (i,j) par rapport à l’image y . Un exemple de calcul est illustré par fig. 33. Cette contribution est calculée dans un voisinage de rayon R autour du pixel de l’image y positionné en (i,j) et consiste à trouver dans un voisinage de rayon R le pixel de y le plus proche de la position (i,j) et dont l’intensité est la plus similaire à celle du pixel de l’image x positionné en (i,j). Remarquons que cette contribution est différente de celle apportée par le pixel de l’image y positionné en (i,j) par rapport à l’image x.
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fig. 33 Exemple de calcul de la contribution d’un pixel positionné en (3,4).


Le calcul de 
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 est réalisé à gauche en cherchant sur un voisinage de rayon R (représenté en mauve) le pixel (en rouge) de l’image y dont l’intensité modulée par un coefficient d’éloignement (
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=0.68) est le plus proche de l’intensité du pixel (i,j) de l’image x. On effectue une démarche similaire pour le calcul de 
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. La contribution de la position (3,4) est alors obtenue en prenant le minimum des deux contributions, soit 0.36.


Le critère match est ainsi égal à 1 pour deux images strictement identiques et est faible pour des images différentes. .L’intensité du critère de similitude match est représentée par la courbe suivante (fig. 34) pour quelques imagettes de synthèse.
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fig. 34 Valeur du critère match pour différentes imagettes.

II.2.3 Les interactions entre la rétine et la carte


Les neurones de la carte utilisent des imagettes issues de la rétine. Les ‘prototypes’ caractéristiques des cartes auto organisatrices sont de même dimension que les imagettes d’entrée. Les imagettes d’entrée sont constituées d’un certain nombre de neurones de la rétine. Une particularité de cette carte réside dans le fait que les imagettes d’entrée rétiniennes se recouvrent partiellement (cf. fig. 35). Initialement, les prototypes sont initialisés aléatoirement.


Remarquons que contrairement au modèle de Kohonen présenté (cf. §I.1.1), chaque neurone de la carte perçoit une imagette d’entrée différente de ces voisins. Cependant, du fait du recouvrement des imagettes voisines, les prototypes de la carte conservent une certaine continuité. Ainsi, deux prototypes de neurones voisins seront très similaires.

[image: image113.jpg]Carte auto organisatrice





fig. 35 Recouvrement des imagettes d’entrée des neurones de la carte.


Le fait qu’un neurone de la carte ne perçoive qu’une zone localisée permet d’obtenir la rétinotopie de la carte auto-organisatrice. D’autre part, le recouvrement partiel des imagettes d’entrée de neurones voisins permet d’obtenir localement un comportement similaire à une carte de Kohonen classique ; un ensemble de neurones voisins percevant quasiment la même entrée. De plus, du fait de la compétition entre les neurones, la carte corticale conserve les propriété topologiques des cartes auto-organisatrices.

II.2.4 L’auto organisation de la carte


Au cours de sa vie, le robot va se familiariser avec son environnement par apprentissage. A cette fin, nous utiliserons toutes les images perçues. Le processus d’auto organisation proposé diffère quelque peu de l’algorithme « winnner takes all » simplifié évoqué précédemment (cf. §I.1.1). Nous rappelons que cet algorithme consiste à modifier uniquement les prototypes appartenant à un certain voisinage de la cellule gagnante. Les deux différences majeures résident dans le fait que tous les prototypes des neurones de la carte visuelle sont modifiés et il n’y a plus une unique cellule gagnante mais des cellules qui vont corriger leur prototype selon leur similitude avec l’imagette d’entrée qui correspond à leur position sur la rétine, comme nous le verrons dans les paragraphes suivants.


Ainsi, bien que nous nous appuyions sur le concept des cartes auto organisatrices, notre démarche vise à intégrer de manière globale les variations de contraste perçues ainsi que leur position dans l’image.

Calcul de la similarité


Dans un premier temps, on calcule pour tous les neurones de la carte la similarité entre l’entrée Input et le prototype Model. Nous rappelons qu’un neurone de la carte est connecté à une zone délimitée de la rétine et que les zones rétiniennes correspondant à des neurones voisins se recouvrent partiellement (cf. fig. 35).
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[image: image114.wmf])

,

(

n

n

n

Model

Input

match

similarité

=


avec n un neurone de la grille.
II.2.4.1 Calcul de l’activité du neurone de la grille


L’activité des neurones de la carte est étroitement liée à la similarité. Toutefois, la similarité seule n’est pas suffisante pour assurer une discrimination suffisante de la population de neurones. Afin d’affiner cette première approximation, les neurones de la carte sont soumis à des interactions locales au cours d’un processus itératif présenté au paragraphe II.3.3.4. Notre processus a pour objectif de mettre en oeuvre la compétition entre les neurones de la carte. A cette fin, nous définissons l’interaction (26) que subit le neurone n de la part de son voisinage 
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L’interaction subit par un neurone n soumis à son voisinage est fonction de l’activité des neurones nv modulée par un facteur d’éloignement 
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L’activité, quant à elle, est définie par les équations (27) et (28):
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Cette équation permet de faire tendre l’activité vers la similarité en prenant en compte les interactions du voisinage. L’équation (28) fait référence à un neurone gagnant local (
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est nulle), qui s’auto excite. Ainsi, localement, l’activité d’un neurone gagnant va bénéficier d’un effet ‘boule de neige’. Remarquons qu’il existe d’autres façons de rendre compte du phénomène de compétition (Continuum Neural Field Theory [27], 1977). Cette approche n’a pas été testé faute de temps.

Mises à jour des prototypes des neurones


Une fois le processus itératif terminé, les prototypes model des neurones de la carte évoluent en fonction de leurs différences avec les entrées input des neurones et de l’activité finale conformément à l’équation (29).
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II.2.4.2 Algorithme de convergence


Idéalement, le processus itératif doit permettre d’atteindre un état stable de l’activité de la carte pour toute image traitée. Toutefois, les états d’équilibre peuvent nécessiter une durée de convergence assez longue. De plus, le processus itératif peut conduire à des états localisés de forte instabilité qui se propagent à l’ensemble des neurones de la carte. Pour ces différentes raisons, 
[image: image127.wmf]expérimentalement la convergence est obtenue lorsqu’un neurone à son activité supérieure ou égale à sa similarité.

· Initialisation

Pour tous les neurones de la carte,
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· Convergence

Boucle jusqu’à obtenir un état stable ou une condition d’arrêt

Pour tous les neurones n de la carte



Calculer interaction
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Calculer activité
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· Mise à jour des prototypes model
Pour tous les neurones n de la carte



Calculer 
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La séquence d’images suivante illustre l’évolution du réseau soumis à ce processus itératif de compétition. L’étape à t=0 correspond à l’étape d’initialisation, l’activité des neurones allant du noir (faible) au blanc (forte). Les étapes mettent en évidence l’émergence de deux neurones gagnants qui font bénéficier leur voisinage de leur activité.
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fig. 36 Evolution de l’activité. (de gauche à droite)

Résultats

II.2.5 Problèmes rencontrés

II.2.5.1 La convergence de la carte


La convergence de la carte a été une source de problèmes complexes à gérer. La volonté de n’utiliser aucun processus global dans la régulation de l’activité des neurones à conduit à la définition d’interactions latérales. La gestion locale des interactions a pour but de permettre une parallèlisation du code (et d’éviter ainsi des goulots d’étranglement caractéristiques de l’algorithme « winner takes all ») et d’essayer de comprendre les phénomènes émergents provoqués par un grand nombre de neurones. De nombreux types d’interactions ont été utilisées. Les fonctions en chapeaux mexicains ont donné de bon résultats :

· 
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La difficulté de ce type de régulation réside dans l’obtention d’un effet émergent (élection d’un ensemble de neurones à forte activité) sans pour autant aboutir à un effet de type ‘tout ou rien’. A cela s’ajoutent les paramètres qu’il est impératif de régler afin de conserver une évolution stable du réseau.

II.2.5.2 L’influence des neurones rétiniens inactifs


Les neurones de la rétine dont le champ récepteur est en dehors de l’image de la caméra (et dont l’activité est nulle) ont une influence sur le processus d’apprentissage. En effet, les imagettes d’entrée composées de tels neurones rétiniens vont converger plus rapidement que celles ne contenant que des neurones rétiniens actifs. Au fur et à mesure de l’apprentissage, cela va se traduire par des inhibitions de plus en plus fortes pour les neurones de la carte voisins. La solution adoptée a consisté à éliminer du processus compétitif tous les neurones de la carte dont l’imagette d’entrée comportait de tels neurones rétiniens.

II.2.5.3 Modification de la dynamique des imagettes d’entrée


Les valeurs extrêmes des histogrammes des entrées étant différentes d’un neurone à l’autre, nous avons été amenés à normaliser les valeurs prises par l’entrée pour chaque neurone. L’opération consiste à appliquer une fonction linéaire qui ré-echantillonne l’activité des neurones rétiniens entre 0 et 255. Ceci permet l’obtention d’un meilleur contraste pour les prototypes de la carte.

L’influence du nombre de neurones composant la carte


Au terme de cette étude, un point important est à souligner. Dans les premières phases de la modélisation, nous pensions que plus le nombre de neurones composant la carte auto organisatrice serait important, plus les prototypes obtenus seraient variés. Ainsi, pour une rétine composée de 18 champs récepteurs, nous pensions obtenir de meilleurs résultats avec une carte primaire de 5 neurones (cf. fig. 37,cas 2) qu’avec une carte de 3 neurones (cf. fig. 37, cas 1).


Expérimentalement, on constate que des neurones qui sont influencés par des champs récepteurs trop proches apprennent quasiment le même motif et ce malgré le processus compétitif (cf. fig. 37, cas 2). Dans ce type de carte, le processus d’auto organisation d’un neurone est fortement contraint par le voisinage de ce neurone. En d’autre terme, un neurone va principalement apprendre ce qu’apprennent ces voisins avec quelques variations. Le processus de compétition, qui donne des résultats satisfaisants dans le modèle de Kohonen (où tous les neurones ont la même entrée), est ici trop contraignant pour l’auto organisation de la carte du fait du continuum des entrées sur chaque neurone.
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fig. 37 Influence du nombre de neurones de la carte


Afin que les neurones de la carte puissent assurer une variabilité de leur prototype, il est donc nécessaire de donner plus de liberté au système en brisant ce continnum. Au lieu que chaque portion de rétine élémentaire (imagette) ne soit perçue que par un seul neurone de la carte, nous proposons maintenant une mini carte de Kohonen localisée sur chaque imagette d’entrée (cf. fig. 37, cas 3) avec des contraintes de continuité à ses bords. Ainsi avec la solution que nous proposons (cf. fig. 37, cas 3), nous avons trois mini cartes de Kohonen localisées, composées de deux neurones chacune. Cette approche permet de réunir les points forts des cas 1 et 2. Dans le cas 1, le faible nombre de neurones permet une diversité plus large de prototypes avec cependant une perte de continuité entre les prototypes de neurones voisins. Dans le cas 2, le grand nombre de neurones permet une grande continuité entre les prototypes de neurones voisins. Toutefois, cette ‘continuité forcée’ empêche la recherche de prototypes nouveaux. L’approche du cas 3 permet d’obtenir un même degré de liberté tout en ayant deux fois plus de neurones que le cas 1. Cette dernière approche permet expérimentalement d’obtenir les meilleurs résultats

II.2.6 Protocole expérimental


L’apprentissage du robot a été réalisé alors que celui ci était immobile. Seule la caméra pouvait bouger. Le champ de déplacement de la caméra du robot a été limité à un domaine de (–90°, +90°) horizontalement et de (-30°, +70°) verticalement (par rapport à une vision vers l’avant). L’apprentissage a consisté à réitérer les étapes suivantes : déplacement de la caméra aléatoirement, acquisition de la nouvelle image (calcul de l’activité des neurones rétiniens) et organisation de la carte corticale (l’activité des neurones de la carte auto organisatrice est mise à jour et les prototypes sont modifiés). L’apprentissage s’est limité à 300 images pour des cartes auto-organisatrices de taille variable (4 000, 8 000, 20 000 neurones). La rétine était composée de 4 000 à 10 000 neurones. On constate en moyenne que la carte est organisée au bout de 200 images.

II.2.7 Temps d’exécution


Les temps de calcul présentés ont été obtenus par la moyenne des temps pour 100 images d’entraînement. Le temps de calcul sur Pentium II 300 Mhz (Ram 128 M, Cache 512, sans optimisation de compilation) pour l’acquisition et le traitement vidéo est de 1,5s pour une rétine de 10 000 neurones et de 2s pour une rétine de 16 000 neurones. Le temps de calcul pour l’apprentissage (avec des interactions latérales sur un voisinage de 6 neurones) est d’une quinzaine de secondes pour une carte de 1 000 neurones, 30s pour une carte de 2 500 neurones et 60s pour 4 000 neurones.


Une optimisation du code a été effectuée par une mise en cache des coefficients d’interactions. Cela a abouti à un gain de 10% au niveau du temps de calcul pour l’apprentissage. D’autre part, une éventuelle parallèlisation du code a été préparée.

III Synthèse

III.1 Architecture globale


Après avoir présenté chaque élément de notre modèle de vision, il convient de récapituler quelles sont les propriétés apportées par la rétine et la carte corticale. Au niveau de la carte corticale, les entrées localisées permettent d’obtenir la rétinotopie (position sur l’image et variation de contraste à cet endroit). Le recouvrement partiel des imagettes d’entrée de neurones voisins permet d’obtenir localement des traitements analogues à ceux des cartes de Kohonen (apprentissage non supervisé, robustesse liée à l’organisation topologique des prototypes). La rétine, quant à elle, grâce à sa répartition non homogène de neurones rétiniens, permet une évolution graduelle d’une information précise en vision centrale à une information contextuelle en vision périphérique. En effet, une imagette qui sert d’entrée à un neurone de la carte corticale est de taille constante (fig. 38, Activation rétinienne, cadre jaune et vert) et correspond à une surface plus ou moins importante de l’image caméra selon sa position (fig. 38, Image caméra, cadre jaune et vert). Ainsi des informations d’échelle différente cohabitent dans une carte corticale homogène.
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fig. 38 Récapitulatif des différents éléments composant l’architecture de vision

Conclusions


L’image suivante illustre de l’état d’une partie de la carte (composée de 8 000 neurones) après un apprentissage de 300 images. Chaque case contient le prototype d’un neurone. On constate localement l’existence de continui de motifs (propre à Kohonen) en plus des propriétés rétinotopiques intrinsèques de la carte.
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fig. 39 Echantillon des patterns prototypes des neurones de la carte
(augmentation du contraste afin que le phénomène reste visible après photocopie)


On note toutefois, que localement la carte ne présente pas une transition de contraste exhaustive. Deux causes peuvent être proposées pour expliquer ce phénomène :

· soit l’environnement ne présente pas une variation suffisante de motifs capable de couvrir l’ensemble des primitives visuelles existantes (l’environnement d’apprentissage était principalement composé de tables et de murs uniformes) auquel cas la carte a réagit de manière correcte en s’adaptant suffisamment à la distribution du signal visuel provenant de son environnement,

· soit les contraintes liées à la rétinotopie de la carte ont empêché de couvrir l’ensemble des motifs constituant l’environnement d’apprentissage auquel cas la solution que nous avons proposée (cf. §II.4.1.4) n’est pas suffisante pour libérer entièrement le processus d’auto-organisation.

Perspectives


Nous pensons que la carte corticale est encore trop contrainte pour assurer un processus d’auto-organisation optimal, et donc constater que la solution proposée pour libérer le processus d’auto-organisation n’est pas suffisant. Il semble donc que nous ayons poussé le modèle de Kohonen (modèle sur lequel nous nous appuyons) au maximum de ces possibilités. D’autres modèles de neurones sont proposés, notamment le modèle biologique de Burnod (cf. [26]) pour lequel il existe des relations de découplage permettant la spécialisation. Ce modèle a inspiré le modèle informatique des colonnes corticales qui a été utilisé par l’équipe Cortex pour l’élaboration d’architectures globales
 de robot dans des environnements de simulation. Notons que ces modèles de colonnes corticales, fortement intégrés, appliquent un traitement trop explicite à l’information qui bien que suffisant dans le cadre d’environnements de simulation, ne semblent plus être adaptés aux environnements réels. Or la réalisation d’une tâche perceptive en environnement réel (ici la vision) impose de revenir à des traitements de nature numérique. Par conséquent, on pourrait envisager d’élaborer des modèles corticaux numériques utilisant conjointement les relations de couplage et de découplage de Burnod. L’homogénéité du tissu nerveux que l’on observe sur toute la surface du cortex nous amène à penser que les propriétés que l’on obtiendra pour la vision seront transposables aux traitements présentés p.6.
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Annexe techique

A Fonctions globales

calcul de similarité de deux images

· double sigmaPixel(double distanceCarree)

return : coefficient modulant l'influence d'un pixel voisin - fonction gaussienne

param 1 : distance séparant les deux pixels à comparer élevée au carrée

fonctions d’entrée / sortie

· void read_ppm(Array2D<Pixel> & array, char* absoluteFile)

· void write_ppm(Array2D<Pixel> & array, char* absoluteFile)

· void read_ppm(Array2D<RetinNeuron> & array, char* absoluteFile)

· void write_ppm(Array2D<RetinNeuron> & array, char* absoluteFile)

B Objet ‘Pixel’

B.1 les membres

B.1.1 public

· double intensity

intensité de gris du pixel

B.1.2 private

· static double coeffred

importance du rouge pour le calcul de l'intensité de gris (par défaut, 1/3)

· static double coeffgreen

importance du vert pour le calcul de l'intensité de gris (par défaut, 1/3)

· static double coeffblue

importance du bleu pour le calcul de l'intensité de gris (par défaut, 1/3)

B.2 les fonctions 

B.2.1 public

constructeurs / destructeur

· Pixel()

· Pixel(double gray)

· Pixel(double red, double green, double blue)

· ~Pixel()
· static void setCoeff(double redCoeff, double greenCoeff, double blueCoeff)

affecte de nouveaux coefficients pour le calcul de l'intensité

opérateurs

· Pixel& operator=(double gray)

· Pixel& operator=(Pixel& pixel)
affichage

· virtual void debug(ostream& out=cout)

· virtual void print(ostream& out=cout)

· friend ostream& operator<<(ostream& out, Pixel& pixel)

C Objet ‘Array2D’

C.1 les membres

C.1.1 public

· T** array

C.1.2 protected

· int sizeX

· int sizeY
C.2 les fonctions 

C.2.1 public

constructeurs / destructeur

· Array2D()

· Array2D(int dimensionX, int dimensionY)

· virtual ~Array2D()
accesseur

· void getSize(int& dimensionX, int& dimensionY)

associer avec un tableau existant

· void link(void* Tarray2d, int dimensionX, int dimensionY)

crée un Array2D<T> a partir d'un T** - il n'y a pas de recopie du T** mais juste une affectation de pointeur. Pour libérer la mémoire de l'Array2D ainsi crée, utiliser la fonction unlink.

param 1 : adresse du T**

param 2 : nb de lignes du T**

param 3 : nb de colonnes du T**

· void unlink()

libère la mémoire d'un Array2D crée à partir d'un T** (cf. fonction link)

opérateurs

· inline T* operator[] (int index)

· virtual Array2D<T> & operator=(Array2D& array2d)

opérateur d'affection : recopie dans sa totalité array2d - pas de pointeur partagé.

affichage

· virtual void debug(ostream& out=cout)

· virtual void print(ostream& out=cout)
private

· void _allocate_()

allocation de taille sizeX*sizeY de T** array

· void _desallocate_()

libération mémoire de T** array et mise à zéro de sizeX et sizeY

D Objet ‘VirtualArray2D’

D.1 héritage public

héritage public de Array2D

D.2 les membres

D.2.1 héritage public

· T** array

pointeur sur source[offsetX][offsetY]

· int sizeX

dimension X du VirtualArray2D - nécessairement inférieure à sourceX-offsetX

· int sizeY

dimension Y du VirtualArray2D - nécessairement inférieure à sourceY-offsetY
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fig. 40 Schéma de partage mémoire entre un tableau source et l’objet VirtualArray2D

protected

· int offsetX

ligne du tableau source à partir de laquelle commence le VirtualArray2D

· int offsetY

colonne du tableau source à partir de laquelle commence le VirtualArray2D

remarque : 

il y a partage de zone mémoire : une affectation de array[i][j] revient à modifier source[offsetX+i][offsetY+j]

D.2.2 private

· T** source

pointeur sur le tableau source

· int sourceX

dimension X du tableau source

· int sourceY

dimension Y du tableau source

D.3 les fonctions

D.3.1 public

constructeurs / destructeur

· VirtualArray2D()
· VirtualArray2D(Array2D<T> & array2D, int offset_X=0, int offset_Y=0, int dimensionX=-1, int dimensionY=-1)
param 1 : tableau source

param 2 : ligne du tableau source à partir de laquelle commence le VirtualArray2D - par défaut, pas de décalage

param 3 : colonne du tableau source à partir de laquelle commence le VirtualArray2D - par défaut, pas de décalage

param 4 : nb. de lignes du VirtualArray2D - par défaut, nb. de lignes du tableau source moins le nombre de lignes de décalage

param 5 : nb. de colonnes du VirtualArray2D - par défaut, nb. de colonnes du tableau source moins le nombre de colonnes de décalage

· virtual ~VirtualArray2D()

la zone mémoire du  tableau source n'est pas libérée 

opérateurs

· virtual VirtualArray2D<T> & operator=(VirtualArray2D& virtualArray)

opérateur d'affectation - BUG
affichage

· virtual void debug(ostream& out=cout)
E Objet ‘RetinNeuron’

E.1 les membres

E.1.1 public
· double x

abscisse du centre du champ récepteur

· double y

ordonnée du centre du champ récepteur

· unsigned char active

booléen égal a 0 ou 1

· double activity

activité du neurone rétinien

E.1.2 protected
· double sigma

rayon du champ récepteur

· int receptiveXmin

abscisse minimum des pixels appartenant au champ récepteur (repère image)

· int receptiveXmax

abscisse maximum des pixels appartenant au champ récepteur (repère image)

· int receptiveYmin

ordonnée minimum des pixels appartenant au champ récepteur (repère image)

· int receptiveYmax

ordonnée maximum des pixels appartenant au champ récepteur (repère image)

E.2 les fonctions

E.2.1 public

constructeurs / destructeur

· RetinNeuron()

le neurone est inactif

· RetinNeuron(int abscisse, int ordonnee)

le neurone est actif

param 1 : abscisse du neurone dans l'image

param 2 : ordonnée du neurone dans l'image

· ~RetinNeuron()
accesseur

· void setSigma(double receptiveFieldRadius, int cameraXmax, int cameraYmax)

param 1 : nouvelle valeur du rayon du champ récepteur

param 2 : dimension max. de l'abscisse de la caméra (pour le calcul des limites du champ récepteur)

param 3 : dimension max. de l'ordonnée de la caméra (pour le calcul des limites du champ récepteur)

· double getSigma()

return : valeur du rayon du champ récepteur

· void getReceptiveFieldLimit(int& Xmin, int& Xmax, int& Ymin, int& Ymax)

retourne dans param 1 .. 4 les pixels limites appartenant au champs récepteur du neurone

opérateurs

· RetinNeuron& operator=(RetinNeuron& neuron)

· friend ostream& operator<<(ostream& out, RetinNeuron& retinNeuron)

F Objet ‘Retin’

F.1 les constantes

· N_POLY 2.25

valeur de la puissance pour le mapping polynomial (N_POLY=1 : distribution homogène)

· RADIUS_MIN 2.

valeur minimale du rayon du champ récepteur

flag de géométrie champs récepteur

· SQUARE_FIELD –125

flag pour champ récepteur carré

· CIRCLE_FIELD 125

flag pour champ récepteur circulaire

flag de mapping

· XnMAPPING 0

flag pour le mapping polynomial

· ExpMAPPING 1

flag pour le mapping exponentiel

· LogMAPPING –1

flag pour le mapping logarithmique

F.2 les classes amies

Som

F.3 les membres
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fig. 41 un neurone rétinien (neurons, cercle bleu) perçoit  une zone localisée
 de ‘pixels’ centrée sur la position du champs récepteur (pixels, carré bleu)

protected

· Array2D<double> _gaussian_

tableau contenant les coefficients d'une gaussienne bidimensionnelle x>0, y>0 - mis en cache

· double _sigmaMax_

rayon perceptif max. des neurones rétiniens

· int retinaCenterX

abscisse du centre de la rétine (repère : image)

· int retinaCenterY

ordonnée du centre de la rétine (repère : image)

· Array2D<Pixel> * pixels

pointeur sur Image Caméra - partagée -

· Array2D<RetinNeuron> neurons

tableau de neurones rétiniens

· double _grayActivityMin_

activité minimale des neurones rétiniens 

· double _grayActivityMax_

activité maximale des neurones rétiniens

flag de comportement

· char mapping

façon dont se répartissent les neurones rétiniens sur l'image caméra - flag de MAPPING

char field_geometry

géometrie du champ récepteur (carré, circulaire) - flag de champs récepteur

F.4 les fonctions

F.4.1 public

constructeurs / destructeur

· Retin(int neuronsNb, Array2D<Pixel> * camera)

la rétine respecte le ratio longueur/largeur de 'camera'

param 1 : nombre de neurones

param 2 : pointeur sur l'image camera

· virtual ~Retin()

'camera' n'est pas libérée

· void setBehavioralFlag(char geometry_field_type)

modifie la géométrie du champs récepteur - Flag de champs recepteur

mise à jour de l'activité

· virtual void updateActivity()

à utiliser à chaque nouvelle image caméra

répartition des neurones

· void generateMapping(char mapping_mode, double radius_min_final=-1.)

génère la répartition des neurones selon les flags de comportements, calcul la position des champs récepteurs et le rayon du champs récepteur

affichage

· virtual void view_mapping(char * absoluteFileName)

· virtual void view_retin(char * absoluteFileName)
protected

initialisation coeff. gaussiens

· void _generateGaussian()

échantillonnage de 2*PREC valeurs affectées à '_gaussian_'

répartition des neurones

· double _getMappingParam(double radius_min_initial, double radius_min_final,double n=N_POLY)

· virtual void _initMapping(double& radius_min_initial, double& radius_min_final)

place les neurones rétiniens autour du centre de l'image

param 1 (return) : demi largeur de l'image

param 2 : rayon minimum sur lequel doivent se repartir les neurones rétiniens

· virtual void _generateMapping(double radius_min_initial, double radius_min_final, double n=N_POLY)

calcul de la position du centre du champs récepteurs de tous les neurones en fonction du mapping choisi 

· virtual double _getInterpolatedSigma(int neuron_x, int neuron_y)

calcul du rayon perceptif du champs recepteur du neurone situé en (neuron_x, neuron_y)

mise à jour de l'activité

· virtual void _updateActivity(int neuron_x, int neuron_y)
G Objet ‘SomNeuron’

G.1 les constantes

· PIXEL_RANGE 2.5

Rayon du voisinage sur lequel on calcul la contribution d'un pixel à la similarité

· LEARNING_RATE .15

Vitesse de l'apprentissage [0..1]

· PREC 500.

Précision dans le calcul : 1/PREC

G.2 les classes amies

SomItf, Som

G.3 les membres

G.3.1 public

· double coeffDynamics

recalage de l'histogramme de l'imagette d'entrée par application de la fonction f(activity)=coeffDynamics*activity+offsetDynamics

· double offsetDynamics

recalage de l'histogramme de l'imagette d'entrée par application de la fonction f(activity)=coeffDynamics*activity+offsetDynamics

G.3.2 protected

· VirtualArray2D<RetinNeuron> patternInput

imagette d'entrée constituée d'une partie des neurones de la rétine

· VirtualArray2D<Pixel> patternModel

pattern prototype du neurone

· double activity

activité à la date t du neurone généré par le processus de compétition

· double activity_buf

activité à la date t+1 du neurone généré par le processus de compétition

· double similarity

similarité entre l'imagette perçue et le pattern prototype

· double interaction

valeur de l'interaction due aux connexions latérales

· unsigned char active

booléen désignant si le neurone est actif (inactif si composé de neurones rétiniens inactifs)

les fonctions

G.3.3 public

constructeurs - destructeur

· SomNeuron()

· SomNeuron(
Array2D<RetinNeuron> & inputMap, int inputOffsetX, int inputOffsetY, 




Array2D<Pixel> & modelMap, int modelOffsetX, int modelOffsetY,




int dimPatternX, int dimPatternY)

param 1 : tableau contenant l'ensemble des neurones rétiniens - partagée par tous les neurones de la Som

param 2 : abscisse (dans 'inputMap') du coin supérieur gauche de l'imagette d'entrée perçue par le neurone

param 3 : ordonnée (dans 'inputMap') du coin supérieur gauche de l'imagette d'entrée perçue par le neurone

param 4 : tableau contenant l'ensemble des patterns prototypes de la Som - partagée par tous les neurones de la Som

param 5 : abscisse (dans 'modelMap') du coin supérieur gauche du pattern prototype du neurone

param 6 : ordonnée (dans 'modelMap') du coin supérieur gauche du pattern prototype du neurone

param 7 : dimension selon l'abscisse de l'imagette et du prototype

param 8 : dimension selon l'ordonnée de l'imagette et du prototype

· SomNeuron& operator=(SomNeuron& somNeuron)
affichage

· void debug(ostream& out=cout)

· friend ostream& operator<<(ostream& out, SomNeuron& somNeuron)

affiche 'activity'

usage spécifique

· void initialize()

initialisation aléatoire du pattern prototype du neurone

· void changeDynamics()

dynamique de l'imagette d'entrée élargie sur 255 niveaux de gris

apprentissage

· void computePatternSimilarity(int range)

calcul de la similarité entre le pattern prototype du neurone et son imagette d'entrée - modification de 'similarity'

param 1 : rayon du voisinage pour lequel un pixel voisin peut être considéré comme similaire 

· double computeLocalInteraction(SomNeuron & neuron, Array2D<double> & gauss, double rangeNormalized)

calcul de l'interaction exercée par 'neuron' sur 'this' - modification de 'interaction'

return  : différence entre l'activité et la similitude

param 1 : le neurone exercant l'influence

param 2 : le tableau des coefficients traduisant l'importance de l'influence selon l'éloignement - mis en cache

param 3 : la distance séparant les 2 neurones, normalisée par rapport à 2NEURON_RANGE

fonction à modifier pour changer le processus de compétition

· void computeActivity()

calcul de l'activité - modification de 'activity_buf'

fonction à modifier pour changer le processus de compétition

· void computePatternModel()

mise à jour du pattern prototype en fonction de la valeur de 'activity' et de l'imagette percue

fonction à modifier pour changer le processus de compétition

· void initActivity()

initialise l'activité en fonction de la similarité

fonction à modifier pour changer le processus de compétition

· void update()

x devient x_buf...

fonction à modifier pour changer le processus de compétition
H Objet ‘SomItf’

H.1 les constantes

· TRIALS_NUMBER 1

nombre d'images à présenter pour l'apprentissage

· IT_MAX 26

nb. d'iterations max. pour la convergence de l'algorithme itératif de compétition

· PATTERN_RATIO .10

dimension__ des patterns = PATTERN_RATIO * dimension__ de l' "inputMap"

· NEURON_RANGE 1.5

demi-rayon sur lequel un neurone influence les neurones du voisinage

· NEURON_PER_PATTERN 6 

une imagette d'entrée est présentée à un ensemble de NEURON_PER_PATTERN*NEURON_PER_PATTERN neurones de la carte

pour obtenir une meilleure convergence :

0<NEURON_PER_PATTERN/2<2*NEURON_RANGE ()

· INHIB_STRENTGH 2.

force des inhibitions latérales

· OFFSET 0

nb. de pixels séparant les imagettes pour la visualisation

OFFSET=0 : un pixel par neurone

OFFSET>0 : une case de la dimension de l'imagette par neurone

H.2 les membres

H.2.1 protected

· Array2D<RetinNeuron> * inputMap

pointeur sur le tableau des neurones rétiniens - partagé -

· Array2D<SomNeuron> somNeurons

tableau des neurones de la carte auto organisatrice

· Array2D<Pixel> modelMap

la carte des patterns prototypes (mask)

· Array2D<double> _gaussian_

tableau contenant les coefficients pour l'interaction locale (normalisée pour un rayon compris entre 0 à 1)

les fonctions

H.2.2 public

· virtual ~SomItf()
initialisation

· void updateGaussian(int step)

mise à jour des coefficients gaussiens d'interactions - spécialisation de l'apprentissage par affaiblissement des coefficients d'interactions ('_gaussian_')

param 1 : nombre d'images présentées

· void initializeModelMap()

initialise de manière aléatoire les prototypes des neurones de la carte

apprentissage

· virtual void learn(int step) =0

lance la compétition des neurones de la carte et la modification des prototypes

· void update()

rafraichie toutes les variables (t+1) des neurones de la carte

affichage

· virtual void debug(ostream & out=cout) =0

· void view_pattern_model(char * absoluteFileName, int neuronX=-1, int neuronY=-1)

param 1 : nom du fichier - format ppm

param 2 : abscisse du neurone que l'on veut visualiser - par défaut, tous les neurones

param 3 : ordonnée du neurone que l'on veut visualiser - par défaut, tous les neurones

· void view_pattern_input(char * absoluteFileName, int dynamicsChange, int neuronX=-1, int neuronY=-1)

param 1 : nom du fichier - format ppm

param 2 : booléen qui active le changement de dynamique local pour la visualisation des imagettes d'entrées

param 3 : abscisse du neurone que l'on veut visualiser - par défaut, tous les neurones

param 4 : ordonnée du neurone que l'on veut visualiser - par défaut, tous les neurones

· void view_neurons_activity(char * absoluteFileName, int neuronX=-1, int neuronY=-1)

param 1 : nom du fichier - format ppm

param 2 : abscisse du neurone que l'on veut visualiser - par défaut, tous les neurones

param 3 : ordonnée du neurone que l'on veut visualiser - par défaut, tous les neurones

· void view_pattern_similarity(char * absoluteFileName, int neuronX=-1, int neuronY=-1)

param 1 : nom du fichier - format ppm

param 2 : abscisse du neurone que l'on veut visualiser - par défaut, tous les neurones

param 3 : ordonnée du neurone que l'on veut visualiser - par défaut, tous les neurones

I Objet ‘Som’

I.1 héritage

héritage public de SomItf
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fig. 42 un neurone de la carte corticale (en mauve) pointe sur son imagette
 prototype (en rouge clair) et sur la zone de son signal d’entrée (en vert clair).
Notons le recouvrement des zones mémoires des entrées des deux neurones voisins. 

I.2 héritage public

· Array2D<RetinNeuron> * inputMap

pointeur sur le tableau des neurones rétiniens - partagé -

· Array2D<SomNeuron> somNeurons

tableau des neurones de la carte auto organisatrice

· Array2D<Pixel> modelMap

la carte des patterns prototypes (mask)

· Array2D<double> _gaussian_

tableau contenant les coefficients pour l'interaction locale (normalisée pour un rayon compris entre 0 à 1)

les membres

I.2.1 public

constructeurs - destructeur

· Som()

· Som(int somNeuronsNb, Retin * retine)

param 1 : nombre de neurones composant la carte corticale

param 2 : pointeur sur la rétine - partagée

· virtual ~Som()
apprentissage

· virtual void learn(int step)

lance la compétition des neurones de la carte et la modification des prototypes

affichage

· virtual void debug(ostream & out=cout)



















� Equipe de Recherche en Systèmes Intelligents, Distribués et Parallèles.


� « growing grid ».


� « spiking neurons ».


� brusque pic de potentiel électrique émis par le neurone qui parcours les fibres nerveuses.


� « leaky integrators ».


� Dans le cadre de nos travaux, la recherche d’un motif particulier dans la scène entraînera une réaction accrue lors de sa détection.


� La distance que nous proposons n’est pas une distance au sens strictement mathématique du terme,


mais elle permet la comparaison de deux images.


� Ces architectures servent de maquettes pour tenter de rendre compte des mécanismes corticaux à grande échelle.
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