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Introduction

     Les nouvelles technologies de l’information, en même temps quelles facilitent le déplacement et le stockage des informations, contribuent à leur croissance exponentielle, celles ci sont en nombre disproportionné par rapport  aux moyens humains pour les traiter. Les données constituent des mines d’informations stratégiques aussi bien pour les décideurs pour que les chercheurs et les ingénieurs. Il set indéniable qu’une part importante des connaissances qui peuvent être décisives face à la concurrence restent cachées dans des méga-bases de données, de la, les organismes ont besoin  de systèmes d’aide à l’analyse de plus en plus performants. Ces systèmes doivent offrir des possibilités d’exploration très fine et de représentation synthétique de l’information recueille et des nouvelles  connaissances déduites, aussi, ils doivent assurer la collecte, la sélection et le filtrage de l’information.

Ainsi, que la prise en compte de données informelles collectées, sur le terrain, par les différents acteurs de la veille.

    Face à ces problèmes, les technologies du Data Mining, ou de découverte et extraction de connaissances décisionnelles à partir de données, regroupent les diverses techniques permettant  de trouver, dans des bases des données, des connaissances qui ne sont pas accessibles par les outils classiques.

    La découverte des connaissances dans les bases de données : « knowldge Disvovery in Databases (KDD) » tel qu’il a été définie selon Fayyad « est un processus consistant à identifier des informations et des relations valides, nouvelle, potentiellement utiles, et compréhensibles dans les données ».

    Il existe une distinction précise entre le concept de KDD et celui de Data Mining. En effet, ce dernier n’est qu’une des étapes de découverte de connaissances correspondant à l’extraction de connaissances à partir de données. Cette étape consiste à recouvre uniquement l’extraction de connaissances à partir de données (en appliquant le analyse des données et les algorithmes de découverte).

    Dans ce rapport, nous allons présenter dans le premier et le deuxième chapitre, le processus de KDD et le concept de Data Mining.

    Dans les chapitres suivis, nous allons montrer successivement, les tâches, les données utilisées, le processus, les techniques et les logiciels de Data Mining.

    A la fin, nous finirons avec une étude de cas et la conclusion.

1. Le processus de KDD

1.1. Définition

Le terme « Knowldge Discovery in databases (KDD)” (ou l’extraction de connaissances à partir de données (ECD)) est utilisée depuis1989, et, est le résultat de la convergence de recherches en apprentissage automatique, reconnaissance de formes, bases de données, statistique, intelligence artificielles, visualisation de données, etc.

D’après Han et Kamber, le processus KDD est l’analyse de BDDs (souvent très grandes) afin de découvrir de relations insoupçonnées et de résumer les données d’une manière à la fois compréhensible et utile.

Selon Fayyad, KDD désigne l’ensemble de processus d’extraction de connaissances utiles à partir de données, et souligne le « high-level » dans l’application de Data Mining.

Ce processus vise à transformer des données (volumineuses, multiformes, stockées sous différents formats sur des supports pouvant être distribués) en connaissances. Ces connaissances peuvent s’exprimer  sous forme d’un concept général : un rapport ou un graphique. Elles peuvent, aussi, s’exprimer comme un modèle mathématique ou logique pour la prise de décision.

1.2. Les étapes d’un processus de KDD

De façon générale, le processus d'extraction de connaissances illustré dans (schéma1) consiste en une séquence itérative des étapes suivantes :

Sélection : Permet de sélectionner les données pertinentes pour la tâche de data mining à accomplir.

Pré-traitement : Cette phase traite la présence de bruits, d'erreurs et de données manquantes.

Transformation : Les données sont transformées ou consolidées dans un format approprié à la tâche de data mining choisie.

Data Mining : Dans cette phase, des méthodes intelligentes sont utilisées afin d'extraire des modèles, règles, etc.

Interprétation, évaluation : Enfin, cette étape identifie les modèles intéressants représentant les connaissances, en se basant non seulement sur des mesures d'intérêt mais aussi sur l'avis de l'expert.
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                                schéma.  Processus d'extraction de connaissances.

1.3. Pourquoi a-t-on besoin de KDD

La croissance extrêmement des données collectées dans les BDDs et, la nécessité d’une réactivité efficace de la part des décideurs face à ces informations nouvelles stimulées, cette dernière décennie le développement rapide de l’extraction de connaissances à partir de données (ECD), selon Fayyad, elle a été définie par ces précurseurs comme « l‘extraction, à partir des données, d’une information implicite, inconnue auparavant et potentiellement utile ». Cette caractérisation a été révisées par plusieurs acteurs mais s’accordent par le fait qu’il s’agit d’extraire  des connaissances pertinentes et intelligibles d’une grande masse de données.

Il est bien connu par les praticiens de l’analyse de données que des supports appropriés permettent souvent de rendre compte à un décideur des propriétés des structures sous-jacentes aux données qui sont cachées dans longues tables de résultats fournies par des algorithmes d’extraction automatique. L’utilisation d’outils graphiques peut se justifier à chaque étape du processus d’extraction : dans le prétraitement qui consiste à puiser dans la

base les données qui seront soumises à examen, dans la phase de découverte et, pour le post traitement qui interprète et évalue la "qualité" des connaissances obtenues.

2. Le concept de Data Mining

La part du KDD consistant à découvrir  quelles sont les règles cachées qui régissent les données est appelée Data Mining, il s’agit d’une part importante dans le processus KDD.

2.1. Définition

Le Data Mining signifie « recherche de pépites d’information utile dan un grand ensemble de données », on la traduit en français par l’expression « fouille de données ».

Il existe plusieurs définitions générales de DM, nous en avons sélectionné quelques unes :

· « l’extraction d’informations originales, auparavant inconnues potentiellement utiles à partir de données » (Frawley et Piateskishapiro) ;

· « la découverte de nouvelles corrélations, tendances et modèle par le tamisage d’un large volume d données » (John Page) ;

· «  un processus d’aide à la décision ou les utilisateurs cherchent des modèle d’interprétation dans les données » (Kamran Parcey) ;

· « l’extraction des informations intéressantes non triviales, implicites, préalablement inconnues et potentiellement utiles, à partir de grandes BDDs » (Han et Kamber) ;

· d’autre plus poétiques, parlent de « torturer l’information disponible jusqu’à ce quelle  avoue » (Dimitris Chorafas).

Le DM rassemblé donc des idées, de techniques et des méthodes qui, à partir de données, permettent d’obtenir de connaissances exploitables, il s’agit de processus de sélection, d’exploitation, de modification et de modélisation de grande BDDs afin de découvrir de relations implicites et des régularités entre plusieurs  sont ce qui confondent un concept de DM et celui de ECD, et les considèrent comme synonymes. Alternativement, Duval voit DM comme simplement un élément essentiel intervenant dans le processus de découverte de connaissances dans des BDDs.

2.2. Les utilisations actuelles de Data Mining  

Les domaines d’application du DM sont très nombreux à savoir le prévision de part de marché, la segmentation de clientèle, l’implantation de  point de vente, l’analyse de portefeuille clientèle, l’analyse de données scientifiques, le contrôle de données financières en temps réel, 

la prévision de charge et de demande, le dépouillement de données d'étude, la

détection de comportements frauduleux, l’analyse de tendances démographiques, le diagnostic

et la maintenance préventive, la modélisation de toxicité, etc.

Le profil des participants comporte les décideurs et analystes, désireux d'exploiter leurs données, afin de s'assurer une plus grande réactivité, une meilleure compétitivité et pour améliorer la qualité de leurs prestations dans des environnements évoluant rapidement et fortement concurrentiels : directeurs commerciaux, responsables marketing, responsables de la veille technologique, responsables d'analyse des données techniques, scientifiques ou commerciales ainsi que les ingénieurs et techniciens devant mettre en oeuvre les techniques de Data mining au sein des applications qu'ils conçoivent.

2.3. Le Data mining, un processus dans l’ECD

L’expression «Data Mining» est apparue au début des années 1960, avec un sens péjoratif. Le courant «Data Analysis» est né dans les années 60 avec les progrès et la diffusion des ordinateurs qui ont permis de mettre en œuvre les techniques descriptives multidimensionnelles sur de grands tableaux de données. En France, Jean-Pierre Benzecri a popularisé les méthodes d’analyse des données. Dans son ouvrage «L’Analyse des Données», qui a été diffusé à la fin des années 60, il a essayé de découvrir des lois à partir des données observées.

L’analyse des données s’est développée, parallèlement à la taille des bases de données disponibles et à la puissance des moyens de calculs. La valeur scientifique de ces méthodes est maintenant reconnue. Le Data mining est dans cette lignée des méthodes de la statistique exploratoire. Il peut être perçu comme le résultat d’une évolution naturelle de la technologie de l’information. En effet, les quantités grandes d’informations rassemblées, dans des bases de données ou sous forme de fichiers, excèdent de loin notre capacité de réduction et d’analyse des données sans le recours à des techniques d'analyse automatisées.

Plusieurs sont ceux qui confondent le concept de Data mining et celui de ECB (KDD : Knowledge Discovery in Database), et les considèrent comme synonymes. Alternativement, Duval  voit le Data mining comme simplement un élément essentiel intervenant dans le processus de découverte de connaissance dans les bases de données. Le processus de découverte de connaissance est dépeint dans (schéma), il consiste en la succession des étapes

suivantes :


 Comprendre le domaine d’application ;


 Création d’un ensemble de données (sélection des données appropriées pour la tâche d’analyse) 
 Nettoyage et prétraitement des données ;


 Choix des fonctionnalités du data mining : classification, consolidation, régression, association, clustering ;


 Choix des algorithmes d’extraction ;


 Datamining: Recherche des motifs (patterns) intéressants, c’est l’étape la plus intéressante où des méthodes et des outils intelligents sont employés afin d’extraire les patterns ;


 Evaluation des Patterns et présentation : visualisation, transformation, suppression des patterns redondants, etc. ;


 Utilisation de la connaissance extraite.
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                                            Schéma: Processus de découverte de connaissances.

3.4  Architecture typique d’un système de Data mining

Pour présenter l’architecture du système de Data mining, nous allons se baser sur le point de vue de Han et Kamber . Ces chercheurs ont considéré une vue large sur les fonctionnalités du Data mining. En effet, dans le domaine de l’industrie et dans le milieu de recherche dans les bases de données, le terme Data mining est devenu plus populaire que celui de découvertes de connaissances dans les des bases de données.

Cependant, la fonctionnalité du Data mining est la découverte des connaissances intéressantes

à partir d’une large taille de données stockées que ce soit dans des bases de données, des entrepôts de données (Data warehouse), ou encore dans d’autres dépôts d’information.

Les principaux composants de l’architecture typique d’un système de Data mining sont (Schéma 2) 


 Bases de données, Data warehouse, ou autre dépôt d’informations : les techniques de nettoyage et de prétraitement vont être appliquées à ces entrepôts de données ;


 Serveur de base de données ou de Data warehouse : permet de répondre aux demandes des   utilisateurs pour la recherche des données appropriées à leurs requêtes ;


 Base de connaissances : c’est le domaine de connaissances utilisé pour guider la recherche ou l’évaluation des patterns trouvés. Une telle base peut contenir des concepts hiérarchiques permettant d’organiser les champs ou leurs valeurs au cours des différents niveaux d’abstraction ;


 Module Data mining : il inclut les modules fonctionnels concernant les tâches de caractérisation, d’association, de classification automatique, etc. ;

Le Data mining opère sur des tableaux bi-dimensionnels ad hoc, souvent appelées data marts.


 Module d’évaluation des motifs : c’est un module qui est mis en interaction avec le module de Data mining afin de focaliser la recherche des motifs intéressants. Une fois bien intégré dans le processus d’extraction, ce type de filtrage permet d’augmenter l’efficacité du système de Data mining en affinant la recherche et se concentrant seulement sur les motifs intéressants ;


 Interface graphique avec l’utilisateur : c’est un module qui assure la communication entre les utilisateurs et le système de Data mining. Il permet aux utilisateurs :

· d’interagir avec le système en spécifiant les requêtes ou les tâches d’extraction ;

· de parcourir les schémas et les structures de la base de données ou du Data              warehouse ;

· évaluer les motifs trouvés et les représenter sous différentes formes.
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                        Schéma: Architecture typique d’un système de Data mining.

3. Les tâches de Data Mining

dans ce chapitre, nous présentons les  six tâches de Data Mining : 

3.1. La classification

La classification se base sur des classes prédéfinies, c’est à dire des classes connues ou ont été construites déjà.

Dans la classification, la population est sous-dévisée, en effectuant chaque élément ou enregistrement à une classe prédéfinie sur la base d’un modèle obtenue par apprentissage avec des exemples pré classé.     

3.2. L’estimation :

L’estimation s’occupe quant à elle de valeurs continuent. A partir de certaines données d’entrées, on utilise l’estimation pour obtenir la valeur d’une telle variable : revenu, état du compte d’une carte de crédit. Dans la pratique, l’estimation est souvent utilisée pour effectuer une tache de classification.

Parmi les exemples d’estimation on peut citer :

· L’estimation de la durée de vie  d’un client .

· L’estimation du revenue total d’un ménage.

Les réseaux de neurones sont particulièrement adapte aux tâches d’estimation.
3.3. La prédiction :
Cette tâche ressemble à la classification et à l’estimation, mais les enregistrements sont classés selon un certain comportement  futur prédit ou une valeur future estimée.

Des données historiques sont utilisées pour continuer un modèle qui explique le comportement actuel observé. Lorsque  le modèle est appliqué aux entrées actuelles, le résultat est la prédiction d’un comportement futur.

Citons parmi les exemples de tâche de prédiction :

· La prédiction des clients qui vont disparaître dans les six prochains mois ;

· La prédiction des abonnées du téléphone qui vont commander un service à valeur ajoutée comme l’appel multiple ou le courrier vocal.

Toute techniques utilisées pour la classification et l’estimation peuvent être adaptées à la prédiction.

La technique de regroupement par similitudes, utilisées pour modéliser le achats ou les actions futurs selon les tendances dégagées actuelles.     

3.4. Le regroupement par similitude ou l’analyse du panier de la ménagère :

Il agit de déterminer quels objets vont naturellement ensemble. L’exemple type est la détermination des choses qui e retrouvent dans un même caddie de supermarché, d’ou le terme « analyse du panier de la ménage ».

Le regroupement par similitudes s’agit d’une approche simple pour des règles à partir de données. Si deux articles, par exemple, le stylo plume  et les cartouches d’ancre, apparaissent suffisamment souvent ensemble, on peut générer deux règles  d’association :

· Les gens qui achètent le stylo plume achèteront  aussi les cartouches d’encre avec probabilité P1.

· Les gens qui achètent les cartouches d’encre achèteront aussi le stylo plume avec probabilité P2.

3.5. L’analyse des clusters :

L’analyse des clusters est la tache qui segments une population hétérogène en certain nombre de sous –grouper plus homogènes, ou clusters .ce qui distingue l’analyse des clusters de la classification.

Dans l’analyse des clusters, enregistrement sont regroupées en fonction d’une similitude mutuelle.

Par exemple, l’analyse des clusters peut être la première étape dans une étude segmentation du marché : au lieu de chercher une règle passe partout comme « quel est le type de promotion auquel les clients répondent mieux », on peut diviser la base des clients en clusters de personnes ayant les mêmes habitudes de consommation et se demander ensuite quelle est bonne promotion pour chaque cluster.

3.6. La description :

Par fois le but du data mining est la simple description de ce qui se passe dans une base de données complexe, qui permettrait de mieux comprendre les processus qui sont à l’origine des données.

La description indique où il faut chercher l’explication, le fameux « écarts des sexes » dans comportèrent  politiques américaines montre comment une simple description comme « plus de femmes que d’hommes soutiennent les démocrates »peut susciter un grand intérêt  et multiplier les études d la part des journalistes, des sociologues, expert en sciences politiques pour ne rien dire des candidats eux-mêmes 

Certains outils décrits dans ce livre, par exemple les outils pour l’analyse du panier de la ménagère, sont purement descriptifs. D’autre, comme les réseaux de neurones, ne concernent presque pas la description.

4. Les données utilisées en Data Mining

4.1. Les données et les tableaux de données :

N’importe quel ensemble de données non structuré n’est pas analysable par les méthodes de DM sont appelé tableaux de données. Alors il faudra extraire d’une situation complexe de données, une situation analysable exprimable en terme de tableau de données.

Un tableau de données consiste à deux ensembles d’objets : les lignes correspondent aux individus (ou entités)  les colonnes correspondent aux variables, les périodes peuvent être associés aux lignes ou aux colonnes selon les cas.

                                                                                                                     Variables  

	I X 
	X1 X2 ……. XJ ……..XP 

	1

2

i

n
	                      :

                      :                 

                      :

……………xij ………...

                      :

                      :

                                .                  


        Modèle de tableau de données

        I   : ensemble des individus ;

        X : ensemble des variables ;                           Individus  

        xij : désigne l’élément curant du tableau ;

4.2. Les variables :

Selon la définition de More « toute caractéristique d’une personne ou d’une chose qui peut être exprimer par un nombre est appelée variable…. ».

On distingue deux types de variables : les variables quantitatives (comme les tailles, le pourcentage, le taux, etc.) et on parle souvent de modalités ou catégories de la variable qualitative comme on parle de modalités de réponses à une question d’un questionnaire (exemple : « Etes-vous satisfait du service x ? »  les modalités seront « oui », « non », « je ne sais pas ».

A l’intérieur de ces deux grandes classes de variables, on trouve :

4.2.1. Les variables temporelles : 
Est celle qui possède autant d’états (où il y a des périodes) et chaque état est une variable ;

4.2.2. Les variables dites logiques ou booléennes :

Une variable qualitative qui prend les valeurs 1 qui correspond à la présence de la caractéristique étudiée et 0 à l’absence.

4.2.3. Les variables qualitatives à réponses multiples :

C’est la variable qui met en jeu plusieurs modalités (ou catégories), par exemple, la question: « quels sont vos motifs d’insatisfaction ?».

4.2.4. Les variables de rang ou de classement :  

Une variable qualitative peut mettre un classement sur les individus et non des valeurs numériques ;

4.2.5. Les variables de préférence : 

Une variable à réponses multiples peut être telle qu’il soit exigé que les réponses soient ordonnées. Par exemple, classement par ordre de préférence les entreprises, ce classement étant établi par les journalistes spécialisés   

4.2.6. Les variables de classes :

On constitue des classes de valeurs qui déterminent un intervalle auquel on associe une catégorie (modalité), par exemple, on peut établir des classes de satisfaction (excellent, bon, moyen, médiocre).

4.3. Les individus ou entités :

L’individu est une personne ou une chose qui appartient à une population de référence. Si au lieu d’étudier toute la population, on n’en examine qu’une partie appelée échantillon.

4.4. Les catégories de tableau de données :

En présentera ici les différentes catégories : 

4.4.1. Tableau de donnée à une variable : 
On prendra une population I à laquelle on aurait posé une seule question donc une variable.

Les modalités de réponses auraient été codée (oui pour ‘oui’ ; 1 pour ‘non‘ ; 2 pour ‘je ne sais pas…).

	     X     

I
	  X

	1

.

.

.

i

.

. 

n
	.

.

.

.

xij

.

.

.


Modèle de Tableau de Données une variable

4.4.2. Tableau de données à plusieurs variables :

	I     X
	x1…….. xj……...x1

	1

:

:

:

I

:

:

n
	X11
.

.

Xi1
.

.

Xn1



xij : est une valeur numérique associée

 à une valeur quantitative soit nombre représentant 

le code d’une catégorie

4.4.3. Tableaux de données recordés :

Le tableau de données recordes est établi à partir d’un tableau de données dit source au moyen de transformations mathématiques qu’on appelle recodage. On trouve l’idée chez Benzecri= «  L’essence du codage des données est de traduire fidèlement les relations observées entre les choses  par des relations entre êtres mathématiques, de telle sorte qu’en réduisant par le calcul la structure mathématique choisie pour image du réel, on ait de celui-ci un dessin simplifié accessible à l’intuition et à la réflexion avec la garantie  d’une critique mathématique.».  

Il existe plusieurs types, nous allons présenter les plus utilisés, de tableaux recordés :

a) Tableaux individus- variables quantitatives centrés et centrés-réduits :

      Centré : xij  remplacé par (xij - j) avec j est la moyenne arithmétique des variables xj ;

      Centré-réduit : xij  remplacé par (xij - j)/Sj avec Sj est l’écart type des variables xj ;

b) Tableaux individus- variables quantitatives de rang :

xij  remplacé par rij le rang de xj dans l’ensemble des valeurs{x1j, x2j,……….., xnj }

4.5. Tableaux de données textuelles

Cadre générale :

Les données non numériques sont rarement exploitées pour l’entreprise et cependant, elles peuvent fournir des éléments très important dans le cadre de l’aide à la décision. Ces données appelées des données textuelles, et ces données peuvent être sous la forme :

4.5.1. Enquêtes qualitatives :

Nombre d’enquêtes s’appuient sur des études dites qualitatives collectées au cours de réunions, cercles de qualité, etc. ces données se présentent comme des textes saisis après enregistrement des participants aux réunions. La synthèse consiste à interpréter ce qui a été dit en réunion. Et une analyse linguistique et statistique peut naturellement être faite sur ces textes.

4.5.2. Enquêtes à questions ouvertes

Des questions dites fermées lesquelles aux réponses, on associe un code numérique, et des questions dites ouvertes, où l’interviewé donne sa réponse à la question sous une forme libre.

4.5.3. Les lettres de réclamations, suggestions :

Les données de qualité de services de l’entreprise comportent en général l’examen des lettres de réclamations qui peuvent porter tout autant sur les produits, les services après-ventes, etc.

Là, des analyses) permettent d’extraire les motifs de réclamations et d’insatisfaction que les baromètres de satisfaction ne peuvent enregistrer.      

4.5.4. Veille concurrentielle, stratégique

Après avoir sélectionné tous les documents relatifs à cette veille, que faire ? le DM textuel donne une réponse à ce processus d’analyse pour le décideurs, l’observation de la concurrence utilise tous les moyens légaux de renseignements.  

5. Processus de Data Mining :

Rappelons une nouvelle fois que le data mining est un processus itératif et par fois interactif

La transformation des données en connaissance suit une méthode processus en huit étapes, que nous allons détailler ci-après.

Les méthodes du data mining sont universelles et indépendante de la taille de tableau de données mais dans la pratique leur opportunité d’application peut dépendre de la taille ou de complexité                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                            des données (pour des raisons de puissance de calcul des ordinateurs de codage ou de forme de colonne ) et vous aurez certainement à effectuer quelques allez- retours entre les étapes.
5.1. Phrase1 : Poser le problème :

Cette première phase est celle où l’on expose le problème et où l’on définit les objectifs.

La formulation de problème :

Consiste à formuler le problème sous une forme qui peut être traité, et l’approche la plus commune de découper le problème complexe en sous-problèmes.

La typologie du problème : affectation ou structuration

Est une approche exploratoire qui cherche à classifier des objets en des sous-ensembles homogènes et, identifier des facteurs d’affectation.

Le résultat attendus :  

Le lancement d’un projet de DM doit s’accompagner d’une démarche d’analyse critique des processus lié à l’exploitation des résultat (informatique, marketing, contrôle de gestion, etc.)  

 Par exemple, la mise en évidence de nombreux segments de marché de clients ne sera utile que si l’on est capable de revoir les processus marketing, pour traiter de manière spécifique ces différents segments de marché (refonte de courriers, politique de prix, etc.).

5.2. Phase 2 : La recherche des données

Il s’agit dans cette phase de déterminer la structure générale des données ainsi que les règles utilisées pour les constituer en identifiant les informations exploitables et vérifier leur qualité et leur facilité d’accès : support électronique, fichier multiple ou BDD de type data warehouse ou data mart ou…

Investigation :

La recherche d’une sélection optimale de données est le point central d’un processus de DM et, cette sélection nécessite souvent l’aide d’experts du domaine pour lister ce qui a une importance.

Sinon, une recherche des facteurs les plu déterminants est entreprise par les techniques de DM.

la structuration des variables contribue à réduire la taille du problème en isolant les éléments les plus pertinents.

5.3. Phase 3 : La sélection des données utiles 

La sélection des données :

a) Pour la sélection des entités (ou individus) certains préconisent l’échantillonnage afin de réduire la taille de données, ce qui suppose la connaissance de la population totale. D’autres préconisent l’exhaustivité des entités pour connaître les caractéristiques principales.

b) Pour sélectionner les variables et les dimensions, l’utilisation du diagramme de Ishikawa    

c) Pour sélectionner les périodes il suffit de consigner les périodes associées à l’étude et de se donner la possibilité de les regrouper selon des critères propres à le gestion du phénomène étudié.

Dans le meilleur des mondes possibles les données nécessaires se trouvent dans les archives de l’entreprise.

La réduction des dimensions :

Avec la volonté d’intégrer toutes les variables engendre une bonne quantité des variables.

A ce niveau, la création de taxonomies (méthode de classification de données) permet de réduire le nombre de variables.

Nous verrons que nous verrons que certains outils de DM, qui cherchent à déterminer très énamant du processus le plus utiles.

La réduction arbitraire pose le problème de savoir quels sont les descripteurs (les variables) qui permettent d modéliser le monde réel.

5.4. Phase 4: le nettoyage de données

Une faible qualité des données (erreurs de saisie, champ nuls, valeurs aberrantes) impose généralement une phase de nettoyage des données, celle –ci pour objectif de corriger ou de contourner le inexactitude u les erreurs de données.

Les valeurs aberrantes :

Il existe trois techniques de rechercher les valeurs aberrantes : 

· La plus simple consiste à isoles les « prés » de certains valeurs dans une distribution statistique, par exemple, une sur représentation des dates de naissances forcé au 1-1-1901 ou au 11-12-1911, qui sont des valeurs facile à saisir ;

· La plus usuelle consiste à définir un espace compris entre la moyenne et un certain nombre d’écart type, et à exclure ou à plafonner toutes les valeurs supérieures à un certain seuil, mais l’exclusion peut conduire  à exclure trop d’exemple et ça peut être révéler un problème sur la fiabilité de la BDD ;

· La dernière est la plu complexe, consiste à construire un premier score, puis, grâce à des indicateurs statistiques à examiner tous les exemples qui contribuent d’une manière trop forte à la constitution de ce score. Un niveau anormal de contribution est souvent révélateur d’une donnée aberrante ou d’un exemple appartenant à une classe spécifique, par exemple, les encours d’une multinationale dans un échantillon des clients particuliers d’une banque.

Les valeurs manquantes :

Les méthodes qu gèrent d’une manière spécifique les valeurs manquantes sont :

· Exclure des enregistrements incomplets : consiste à exclure tous les enregistrements dont une valeur manque, mais ce chois est banalisant car il réduit la base d’apprentissage.

· Remplacer les données manquante : remplacer la donnée absente par une valeur qui est : -choisie par l’utilisateur (par exemple, remplacée par la moyenne) ;

                    -calculée (par exemple, remplacée par le résultat d’une formule score) ;

                    -héritée (95% des voitures 4roues, donc toutes les voitures dont le 

                     nombre de roues est non renseigné ont 4 roues)

· Gérer les valeurs manquante : les algorithmes généralement offrent la possibilité de gérer à la valeur manquante en la distinguent des valeurs renseignées, on celle  de considérer la valeur manquante comme un facteur d’indécision et de dupliquer les exemples avec la variable manquante en autant de sous-branches que de valeurs possible.

Les valeurs nulles :

Le stockage de données sur une longue période de un duit par fois une somme importantes d’exemples avec de nombre sens valeurs nulles. 

L’analyse de l’existence de ces enregistrements totalement nuls doit être menée afin d’en identifier les causes externes possibles (informatisation seulement depuis une certaine date, saut de ligne par l’agent de saisie, absence de règles d’épuration du fichier, etc.), avant de lancer les algorithmes d’apprentissage.

5.5. Phase 5 : Les actions sur les variables

Comme maintenant les variables sont pertinentes et que les données sont faibles,il faut intervenir suer les variables pour qu’elles soient mieux exploitables par les outils de modélisation.

Ces transformations peuvent être de deux types, selon qu’elles modifient une ou plusieurs variables.

                     La transformation monovariable : apparaît dans :

· La modification d l’unité de mesure : afin d’éviter disproportion dans les système d’unité des variables on procède à la normalisation qui consiste à transférer des variables brute à des variables normales, cela veut dire, transférer une variable x à une variable est égale à (x-moyenne de l’échantillon)/écart type , pour avoir des ordres de grandeurs comparable par chaque variable. Ou la transformation logarithme x(logx afin de limiter l’impact de certaines valeurs exceptionnelles, exemple, d’une valeur exceptionnelle 2345 :    

	
	Chiffre d’affaire
	Log (chiffre d’affaire)

	A
	23
	3.135

	B
	78
	4.357

	C
	2345
	7.760


· La transformation des dates en durées : par exemple, on pourra calculer l’ancienneté d’un client à partir de sa date de premier achat.

· La modification des données géographique en coordonnées : en appliquant la méthode de géocodage qui transforme des adresses  en coordonnées permet en DM de calculer de distances relatives entre des points comme un magasin et un porteur de carte de fidélité. 

La transformation mulitvariable : les types de transformation sont multiples :

· Les ratios : le montant des achats relatif à une famille de produit sera rapporté au montant global des achats pour apprécier le degré d’implication du client pour ce type d’articles (% des achats).

· La fréquence : le suivi de données dans le temps dans le temps permet de mesurer la répétitivité des échanges : nombre de commandes sur les dernières périodes :


	
	Période 1
	P2
	P3
	P4
	Fréquence

	A
	Non
	O
	N
	N
	25%

	B
	Oui
	O
	O
	O
	100%

	C
	O
	O
	O
	N
	75%

	D
	O
	N
	O
	O
	75%

	E
	N
	N
	N
	N
	0%


· Les tendances : l’évolution des échanges dans le temps permet de suivre la progression de la part de marché de l’enseigne dans le budget client. Elle s’exprime par une croissance en chiffre d’affaires observée entre les dernières périodes et peut s’écrire sous la forme d’équation linéaire ou non linéaire :

	
	Période1
	P2
	Progression
	Tendance

	A
	235
	536
	128%
	++

	B
	214
	210
	-2%
	=

	C
	345
	100
	-71%
	-

	D
	200
	200
	0%
	=

	E
	110
	4200
	3718%
	++


5.6. Phase 6 : La recherche du modèle

L’étape de recherche du modèle ou la phase de modélisation, consiste à extraire les connaissances utiles à partir d’un volume bruitées et à la présenter sous une forme synthétique. Avant l’apparition des outils de DM, cette phase de recherche dans les données était construite par une analyse au moyen de requêtes et d’outils statistiques.

     L’apprentissage :

 La recherche du modèle se fait dans la phase dans la phase d’apprentissage sur une base                    d’apprentissage. Les bases d’apprentissage sont généralement crées à partir du même fichier de données où elle reprendra 70 à 80% des enregistrements
· L’automatisme et l’interactivité :
Les modèles construit d’une manière totalement automatique et sont dépendant de la qualité des données que leur sont fournies. Aussi, les logiciels proposent de plus en plus une interactivité entre l’utilisateur pour guider et améliorer le raisonnement au fur et à mesure de la constitution de modèle. Les outils nécessitant ou autorisant une intervention humaine demandent à l’utilisateur des connaissances des algorithmes de calcul, pour comprendre et orienter la recherche.

· Les algorithmes de calcul :
  Pour positionner les différentes techniques de modélisation, une typologie des           problématiques autours de trois grandes pôles :

· La recherche des modèles à base d’équations qui combinent les variables.

· L’analyse logique où la décomposition de problème en sous-ensembles.

· Les techniques de projection où la complexité initiale du problème est réduite grâce à la mise en évidence des facteurs principaux d’explication.

· Les modèles d’équations :
Ils se décomposent en deux branches

· La branche issue des statistiques avec des techniques de régression ;

· La branche issue des techniques neuronales avec une distinction entre les réseaux de neurones.

· L’analyse logique :
Représentent trois méthodes différentes

· la méthode inductive : consiste à tirer une série de conclusions  qui seront vraies à 97% sans défaut. Par exemple :

la maman 1 est parfaite, 2est parfaite, et 3 est parfaites(toutes les mères sont parfaites (100% vrai).

· la méthode abductive recherche, à partir d’une liste de déductions,à                     construire un diagnostic : toutes les valeurs sont naturelles sont des valeurs réelles, x est une valeur réelle( x est une valeur naturelle.

Cette méthode tend à limiter la taille des arbres de décision en cherchant les éléments les plus déterminants pour synthétiser l’information.

La dernière méthode d’inférence, la méthode déductive, cherche, à partir de faits à construire un raisonnement, elle est utilisée dans le développement des systèmes experts pour appliquer un raisonnement grâce à l’instanciation  de règle de production :

Toutes les femmes parfaites sont jolies

Florence est parfaite,

(Florence est jolie. 

· les techniques de projection :
Elle cherchent restituer une vision d’ensemble d’un problème. On distingue généralement les techniques factorielles qui associent des axes (appelés facteurs) aux points pour construire une interprétation des points.

Les techniques de projection sont très nettement dominées par les statistiques. Toute fois, les travaux sur les cartes de Kohonen (réseaux de neurones non supervisés) et surtout les techniques de visualisation des données (diagrammes de Livingstone) ouvrent des perspectives intéressantes.

Nous décrirons plus en détail dans le chapitre « les techniques de DM » les différents algorithmes de modélisation.

Il faut noter  que le choix de modèle a des conséquences, et sur le type de restitution de résultats (arbres formule d’affectation plus ou moins explicite, visualisation des population par projection sur un plan), et don sur son adéquation avec les objectifs recherchés dans la phase 1. la connaissance sera plus facilement accessible par la combinaison des différentes techniques.

5.4. Phase 7 : L’évaluation de résultat       

Cette phase perme d’estimer la qualité du modèle, c’est à dire sa capacité à déterminer correctement les valeurs qu’ils sont censées avoir apprises sur des cas nouveaux. Cette évaluation prend généralement une forme qualitative ou une forme quantitative.

L’évaluation qualitative :

La restitution de la connaissance sous forme graphique ou textuelle contribue fortement à améliorer la compréhension des résultats et facilite le partage de la connaissance.

La restitution sous une forme interprétable contribue à améliorer l’appréciation de résultat. 

L’évaluation quantitative :

La notion d’intervalle de confiance : les techniques de restitution sous forme de règles s’accompagnent d’indicateurs qui mesurent le pouvoir de pertinence des règles, par exemple, la règle  SI A ALORS B à 85%, signifie que B s’observe à 85% avec A.

La précision d’un sondage dépend aussi de la taille de l’échantillon, et cette précision est évaluée par un seuil de confiance. Ainsi pour un seuil de confiance de 95%, l’intervalle de confiance est donné par la formule i=+- 1.96  p(p-1) /n+- avec n comme l’effectif de l’échantillon et p comme fréquence observée. Par exemple, si l’on prend un échantillon de300 personnes l’intervalle de confiance varie de 5%, le pourcentage sur la population mère est alors compris entre 60 et70%.

L’augmentation de la taille de l’échantillon comme le montre cet exemple et comme on s’en doutait, permet de fiabiliser les conclusions.

La validation par le test :

Pour valider le modèle, il est préférable de constituer au préalable une base de test ne servant qu’au test.

Les données de test soumises au modèle permettent de vérifier s’il est capable de classer de manière correcte des données qu’il n’a jamais rencontrées auparavant. La stabilité entre les résultats observés sur le fichier d’apprentissage et le fichier test est connu sous le nom de capacité de généralisation, ou bien, est une mesure de la performance du modèle.  
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En générale, la performance d’un modèle s’apprécie au travers d’une matrice de confusion qui compare la situation réelle et la situation prévue par le modèle, par exemple, une matrice donne le résultat d’un modèle pour une entreprise de vente par correspondance : les colonnes indiquent la situation réelle sur un échantillon de 1000 clients avec 300 acheteurs 700 non acheteurs, et les lignes indiquent la prédiction du modèle qui « trouve » 430 acheteurs et 570non-acheteurs, la qualité globale du modèle s’apprécie en retenant le nombre de prédiction exacte par rapport au nombre de prédiction, soit (270+540)/1000=80%.


	
	
	achats constatés

	
	
	Oui 
	Non 
	Total 

	prédit
	Oui
	270
	160
	430

	
	Non 
	30
	540
	570

	
	Total 
	300
	700
	1000


Pour avoir  une vision global de la performance, il faut compléter la lecture de la matrice de confusion.

Dans notre exemple, la problématique de la société de vente par correspondance (VPC) est d’éviter  d’envoyer des courriers à des clients non intéressés .or, le modèle possède une forte qualité de détection des non – acheteurs est beaucoup moins importante : elle aurait signifie que l’entreprise de VPC n’avait plus aucun prospect !ici, les 160 clients prédit «acheteurs », dont le résultat actuel est « non-acheteurs », sont en définitive une source d’opportunité : il s’agit de prospects à contacter.

Ce processus de validation peut être répété sur plusieurs bases différentes. Dans ce cas, les matrices successives permettent d’Estimer la stabilité d’un modèle en termes de performance moyenne et de variation sur l’ensemble des tests. Dans cette phase on a vue l’utilisation des 3 tâches de DM.

5.8. Phase 8 : L’intégration de la connaissance

La connaissance n’est rien tant qu’elle n’est rien tant qu’elle convertie en décision puis en action. Cette phase d’intégration de la connaissance consiste à implanter la modèle ou ses résultat dans les systèmes informatiques ou dans le processus de l’entreprise. Elle est donc essentielle puisqu’il s’agit de la transition du domaine opérationnel.

Dans certains as, l’intégration informatique n’est pas nécessaire et l’écriture d’un rapport ou d’un cahier de procédure s’avère suffisante. Mais la plupart du temps, le modèle trouvera toute son utilité en étant implanté dans le système d’informations soit sous la forme d’une donnée (le résultat du modèle), soit sous la forme d’un traitement (l’algorithme du modèle).

A l’occasion de cette phase finale, il est également opportun du dresser un bilan du déroulement des étapes précédentes. Ce bilan sert à améliorer l’existant en terme de données et de collecte de ces données :

· la faible qualité constatée des données conduit à revoir les processus d’alimentation du Data Warehouse ;

· la détection du fort pouvoir prédictif d’une données pousse à modifier le schéma de la base de données et le rythme d’alimentation ;

· les agrégats construits dans le processus d’analyse se révèlent être des dimensions intéressantes pour le pilotage de l’entreprise et contribuent à l’extension des tableaux de bords existants ;

· la connaissance extraite est en contradiction avec la connaissance existante, auquel cas une communication et des explications seront nécessaires.  

6. Techniques de Data Mining

Les techniques qui cherchent à construire un modèle. Ce modèle doit rendre compte des relations liant la description d’une situation à un résultat. La formulation d’un modèle peut prendre plusieurs formes :

Une formulation à base d’équation, avec les réseaux de neurones et les techniques de régression (du type Y=aX+b). Une formulation à base d’analyse logique s’appuyant sur les arbres de décision et les systèmes à base de règles (du type Si A et B Alors C). Ou, une formulation par les techniques de projection et de positionnement des exemples dans un espace plus ou moins structuré reposant sur l’analyse factorielle et l’analyse typologique (Du type X, Y, Z appartiennent à A).

Le schéma suivant positionne les outils de DM par rapport à ces notions.

6.1 Apprentissage supervisé

La présence ou non d’une variable à expliquer Y ou d’une forme à reconnaître qui a été, conjointement avec X. sont parmi les exemples rencontrés. Dans le cas de l’absence d’une variable à expliquer, il s’agit d’un apprentissage supervisé.

Certaines méthodes d’apprentissage supervisé s’adaptent à tout types de variables explicatives, on

parle de discrimination, classement ou reconnaissance de forme, tandis que si Y et quantitative on parle d’un problème de régression.

Dans ce qui suit nous présenteront les techniques les plus usuelles :

6.1.1 La régression :

la régression est une méthode permettant de restituer les interactions des différents paramètres L'équation de régression est alors, selon Tomassone, "un outil de description permettant de préciser les relations entre les régresseurs, les x et d'analyser leur action sur une variable y". A des fins de simplicité, il faut dans un premier temps tenter de rendre l'évolution d'un phénomène linéaire. Dans ce cas, les paramètres interviennent de façon linéaire, éventuellement après transformation.

Si les transformations ne permettent pas de se ramener à un modèle linéaire ou si le modèle linéaire n'est pas suffisamment robuste, on doit alors envisager de produire un modèle non-linéaire. Cette démarche méthodologique a pour but de déterminer le carré des sommes R² le plus élevé possible afin d'obtenir l'ajustement le plus parfait possible.

Ces analyses reposent en fait sur une décomposition fine d'un nuage de points multidimensionnel. Le fait de disposer de n variables détermine un espace d'analyse à n dimensions. La problématique de la régression multidimensionnelle est donc de situer un plan d'estimation passant aussi près que possible des différents points du nuage. Pour ce faire, on aura recours à la méthode des moindres carrés. Le coefficient de corrélation multiple (R²) mesure la qualité de l'estimation.

Le paramètre R² mesure en fait la partie de la variance d'une variable dépendante qui puisse être expliquée par une combinaison linéaire des différentes variables indépendantes ou explicatives. Il en résulte que la variabilité de la variable analysée peut s'expliquer à concurrence de (R²*100) % par l'influence combinée des variables explicatives.

Dans le cadre de relations complexes, il peut être intéressant de disposer de limites internes à chaque variable qui correspondent en ce sens au domaine de définition de la fonction. Ces limites peuvent être constituées de manière purement statistique -on prendra dans ce cas les paramètres centraux de la distribution en l'occurrence les déciles-. ou selon des considérations de seuils représentatifs.

6.1.2. Les arbres de décision :

Les arbres de décision suscitent un large engouement en Data Mining car ils sont simples et rapides tout en restituant de manière compréhensible les relations existantes entre Les variables d'entrée et le phénomène à modéliser.

Formellement, un arbre de décision est un enchaînement hiérarchique de règles Logiques qui permet de diviser la base d'exemples en sous-groupes, en fonction de la valeur des variables d'entrée. L'arbre est construit en recherchant à chaque niveau le paramètre le plus discriminant pour classifier un exemple.

Différents algorithmes, qui se distinguent essentiellement par le critère de segmentation appliqué pour définir la variable la plus significative, peuvent être utilisés pour développer l'arborescence.

Les avantages indéniables des arbres de décisions sont leur simplicité et leur lisibilité. Il sont généralement peu sensibles à la présence des points aberrants. En revanche, il existe toujours une multitude d'arbres possibles pour représenter un seul et unique phénomène. Par ailleurs, les arbres de décision ont tendance à être instables, c'est à dire que de petites fluctuations dans la base d'exemples utilisée peuvent considérablement modifier la topologie de l'arborescence.

Nous présentons ci-dessus l’algorithme ancêtre de tous les autres, il en existe des plus

récents apportant des propriétés d'adaptabilité à la construction de l'arbre :

Soient R un ensemble d’attributs non-cibles, C l’attribut cible et S un ensemble

d’apprentissage.

1- Si S est vide, retourner un nœud simple avec la valeur échec ;

2- Si S consiste en données ayant toutes la même valeur pour les attributs cibles

Retourner un nœud simple avec cette valeur ;

3- Si R est vide retourner un nœud simple avec comme valeur les plus fréquentes des valeurs

de l'attribut cible qui sont trouvés dans les données de S ;

4- Soit D l'attribut avec le plus grand Gain(D,S) Parmi les attributs dans R;

Soit {dj| j=1,2,….,m} les valeurs de l'attribut D

Soit {Sj| j=1,2,…,m} le sous-ensemble de S consistant respectivement en données avec la

valeur dj pour l'attribut D;

5-Retourner un arbre avec la racine labélisée D et les arcs labélisés d1,d2,…,dm allant

respectivement aux arbres (R-{D},C,S1), (R-{D},C,S2),…,(R-{D},C, Sm.

6.1.3. Les algorithmes génétiques :

Les algorithmes génétiques (AG) sont des méthodes d'optimisation de fonctions. Ces

algorithmes s'inspirent de l'évolution génétique des espèces, schématiquement, ils copient de

façon extrêmement simplifiée certains comportements des populations naturelles. Ainsi, ces

techniques reposent toutes sur l'évolution d'une population de solutions qui sous l'action de

règles précises optimisent un comportement donné, exprimé sous forme d'une fonction, dite

fonction sélective (fitness function) ou adaptation à l'environnement.

Un algorithme génétique est un algorithme itératif de recherche d'optimum, il manipule une population de taille constante. Cette population est formée de points candidats appelés chromosomes. La taille constante de la population entraîne un phénomène de compétition entre les chromosomes. Chaque chromosome représente le codage d'une solution potentielle au problème à résoudre, il est constitué d'un ensemble d'éléments appelés gènes, pouvant prendre plusieurs valeurs appartenant à un alphabet non forcément numérique.

A chaque itération, appelée génération, est créée une nouvelle population avec le même nombre de chromosomes. Cette génération consiste en des chromosomes mieux adaptés à leur environnement tel qu'il est représenté par la fonction sélective. Au fur et à mesure des générations, les chromosomes vont tendre vers l'optimum de la fonction sélective.

La création d'une nouvelle population à partir de la précédente se fait par application des opérateurs génétiques que sont : la sélection, le croisement et la mutation. Ces opérateurs sont Stochastiques.

La sélection des meilleurs chromosomes est la première opération dans un algorithme génétique. Au cours de cette opération l'algorithme sélectionne les éléments pertinents qui optimisent mieux la fonction. Le croisement permet de générer deux chromosomes nouveaux «enfant » à partir de deux chromosomes électionnés  « parent» (schéma 9), tandis  que la mutation réalise l’inversion d’un ou plusieurs gènes d’un chromosome (schéma 10) (selon Nasri et Hitmy)  . 
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Voici les différentes opérations qui interviennent dans un algorithme génétique de base :


 Génération aléatoire de la population initiale ;


 Calcul de la fonction sélective ;


 Répéter

Sélection ;

Croisement ;

Mutation ;

Calcul de la fonction sélective ;


 Jusqu'à satisfaction du critère d'arrêt.

6.1.4. Les réseaux de neurones :

D’après Selon Haykin, un réseau de neurones est un processeur massivement distribué en parallèle qui a une propension naturelle pour stocker de la connaissance empirique (experiential knowldge selon l'auteur) et la rendre disponible à l'usage. Il ressemble au cerveau sur deux aspects:

• La connaissance est acquise par le réseau au travers d'un processus d'apprentissage

• Les connexions entre les neurones, connues sous le nom de poids synaptiques servent à stocker la connaissance.

Comme leur nom l'indique, les réseaux de neurones sont organisés autour d'un ensemble de cellules ou neurones. Le principe de fonctionnement est le suivant : on dispose d'une base de connaissances constituée de couples (inputs, outputs) et on veut utiliser cette base pour entraîner une mémoire informatique à raisonner en prenant comme référence cette base empirique.

L'exemple le plus simple de réseau de neurones est donné par le perceptron multicouches, chaque couche contenant une ou plusieurs cellules. Afin d'illustrer un peu ces propos, voici le rôle de chacune des couches dans un perceptron à trois couches :
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                   schéma : Architecture d’un réseau de neurone

• Les nœuds d'entrée : la première couche est appelée couche d'entrée. Elle recevra les données source que l'on veut utiliser pour l'analyse. Sa taille est donc directement déterminée par le nombre de variables d'entrées ;

• Les nœuds cachés : la seconde couche est une couche cachée, en ce sens qu'elle n'a qu'une utilité intrinsèque pour le réseau de neurones et n'a pas de contact direct avec l'extérieur. Les fonctions d'activations sont en général non linéaires sur cette couche mais il n'y a pas de règle à respecter. Le choix de sa taille n'est pas implicite et doit être ajusté. En général, on peut commencer par une taille moyenne des couches d'entrée et de sortie mais ce n'est pas toujours le meilleur choix. Il sera souvent préférable pour obtenir de bons résultats, d'essayer le plus de tailles possibles ;

• Les nœuds de sortie : la troisième couche est appelée couche de sortie. Elle donne le résultat obtenu après compilation par le réseau des données entrées dans la première couche.

Dans notre problématique, le principe consiste à "apprendre" à correctement classifier des données à partir d'un jeu d'exemples déjà classifiés. Présentement, les champs d'information des enregistrements forment les entrées d'un réseau dont la sortie correspond à la classe de l'enregistrement. L'apprentissage consiste alors à faire passer les enregistrements classés en entrée du réseau, et à corriger un petit peu l'erreur fatalement obtenue en sortie en modifiant les nœuds internes du réseau. Au fur et à mesure, celui-ci s'adapte, et finit par classer correctement les enregistrements. Si ces algorithmes sont puissants, ils nécessitent bien évidemment plus de travaux de mise en œuvre. D'autre part, le réseau obtenu est souvent difficile à interpréter, donnant parfois une impression de "boîte noire".

6.2. Apprentissage non supervisé (clustering)

6.2.1.  Notions générales et objectifs

De nos jours, ces techniques  de détection automatique des clusters trouvent un vaste champ d’application, à savoir :


 Identifier des groupes de consommateurs similaires vis-à-vis de leur mode de consommation ;


 Identifier de nouvelles espèces de plantes ;


 Identifier des comportements similaires sur le Web.

L’objectif principal de ces méthodes est de répartir les éléments d’un ensemble en classes, chaque classe devant être la plus homogène( similarité intra-classe), et les classes plus différentes possibles entre elles( dissimilarité inter- classe).

 Le nombre de partitions de n objets est le nombre de Bell, Bn=(1/e)kn /k) 
Avec k=1..n (Somme de toutes les partitions de 1 éléments, 2 éléments, …, n-1 éléments). Par exemple pour n=4 objets (a, b, c, d) ce nombre4 vaut 15 et toutes les partitions possibles sont:

Partition à 1 classe (abcd) ;

Partitions à 2 classes (ab, cd), (ac, bd), (ad, bc), (a, bcd), (b, acd), (c, bad), (d, abc);

Partitions à 3 classes (a, b, cd), (a, c, bd), (b, c, ad), (b, d, ac), (d, c, ab), (d, a, bd) ;

Partition à 4 classes (a, b, c, d).

En revanche pour n=26 objets ce nombre vaut 1,6.1021 ; pour un Pentium Céléron de fréquence d'horloge 500MHz, on obtient donc un temps de calcul de 100 années. Les

techniques de classification visent donc à optimiser les capacités de calcul tout en convergeant vers une partition acceptable du point de vue interprétatif. 
Il existe des grands types d’algorithmes en classification automatique :


 Les algorithmes hiérarchiques qui sont classés en deux sous-familles :

  Les algorithmes agrégatifs, qui correspondent aux méthodes dites de classification ascendante hiérarchique (CAH) ;

Les algorithmes dichotomiques, qui correspondent aux méthodes dites de classification descendante hiérarchique (CDH) ;


 Les algorithmes de partitionnement, qui ne fournissent pas des hiérarchies mais simplement des partitions.

Contrairement aux méthodes d’analyse de données basées sur l’algèbre linéaire (Méthodes d’ordination), les méthodes de classification se caractérisent donc par le fait qu’il n’existe pas de méthode canonique, mais au contraire un grand nombre d’algorithmes empiriques. De même, on n’a pas, en général, une unicité des solutions obtenues.

6.2.2.  Méthodes de partitionnement

Les techniques de partitionnement produisent une seule partition pour tout l’ensemble des données. Les méthodes les plus connues de cette famille sont la méthode des centres mobiles (K-means) et les cartes auto-organisatrices de Kohonen.

6.2.2.1.  La méthode des centres mobiles (k-moyenne) ou (k-means)

Etant donné k, et une distance entre chaque paire d’éléments, le principe de la méthode est le suivant :


 Construire une partition aléatoire comportant k classes non vides ;


 Répéter

 Calculer le centre de chaque classe de la partition (moyenne des éléments de la  classe) ;

 Assigner chaque élément à la classe dont le centre est le plus proche ;


 Jusqu’à ce que la partition soit stable.

L’algorithme de k-means est très efficace en terme de temps de calcul, en plus le résultat est souvent un optimum local. Par ailleurs, k-means présente des inconvénients à savoir :


 Non applicable pour les données catégorielles, il n’est utilisé que lorsqu’une moyenne

peut être définie ;


 K doit être fixé a priori ;


 Très sensible à la présence d’outliers, et aux données bruitées ;


 Incapable de découvrir des classes dont la forme n’est pas convexe ;


 Résultat fortement dépendant de l’initialisation.

Pour pallier à ces inconvénients, plusieurs variantes ont été introduites à l’algorithme de k-means. Elles se diffèrent par la manière de la construction de la première partition, la manière de calcul de la dissimilarité, ou encore de la stratégie de calcul des centres des classes.

6.2.2.2.  les cartes auto-organisatrices de Kohonen (Self-Organizing Maps - SOM)

SOM, souvent appelés aussi réseaux de Kohonen. Elles représentent les

données par un nombre réduit de prototypes (appelés neurones). SOM est une méthode

d'apprentissage compétitive «Le gagnant est le prototype le plus proche de l'objet donné». Ce

qui distingue les SOM de K-means est la préservation de la topologie, c’est-à-dire que les

objets les plus semblables seront plus proches sur la carte d’où une meilleure visualisation

des groupements. Le réseau se répartit en deux couches: une couche d'entrée formée par les

vecteurs d'entrée et une couche de sortie qui est la couche de Kohonen (Schéma ). Une

distance euclidienne est utilisée comme fonction de transfert.

Les noeuds de la couche de Kohonen sont répartis uniformément sur une grille en

deux dimensions qui sera représentative d'une carte de navigation sur les documents. La carte

positionne les classes sur chaque nœud.
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                                                          Schéma  : Réseau de Kohonen

Le principe de l’algorithme d’apprentissage SOM est le suivant :


 Initialiser un ensemble de neurones ou prototypes suivant la topologie choisie ;


 Boucle de base :

1. Lire un vecteur d'entrée x ;

2. Repérer le neurone k le plus proche de x (distance euclidienne) ;

3. Mise à jour : tirer vers x les neurones i = {le gagnant k et les autres neurones du voisinage centré sur k} ;

Le déplacement dans le réseau de neurones est régi par deux paramètres :


 Le taux d'apprentissage :

Il assure le contrôle de la vitesse d'apprentissage et le compromis stabilité/plasticité. En effet si le taux d’apprentissage est trop petit, le modèle ne s'adaptera pas assez aux données et par conséquent un apprentissage très lent.

Par contre, si le taux d’apprentissage est trop grand, nous serons dans le cas d’un apprentissage rapide, mais qui risque d’être instable et pourra ne jamais converger.

L'idée est de choisir h grand au départ et le réduire graduellement. L’apprentissage s'arrête dès que h = 0 ;


 La fonction de voisinage :

La fonction de voisinage entre le neurone gagnant mk et un neurone mi doit décroître avec la distance entre les deux.

La fonction de voisinage est caractérisée par une forme et une largeur. Si la largeur est importante (grand voisinage), alors beaucoup de neurones se rapprochent en même temps de la donnée actuelle. Et si la largeur est petite, nous aurions une adaptativité très localisée.

L’idée est de commencer par un grand voisinage et le réduire progressivement.

6.2.3. Méthodes hiérarchiques

Contrairement aux méthodes de partitionnement, les techniques hiérarchiques produisent une série de partitions imbriquées. Dans ce type de processus de classification automatique, on parle d’une hiérarchie de partitions qui constituent un arbre binaire appelé le dendrogramme (Schéma ) :
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                                    Schéma  : Exemple de dendrogramme.
Le Dendrogramme est un arbre représentant la structure hiérarchique sous-jacente aux données.


 Chaque niveau (G) représente une partition ;

  Feuille – une classe formée d’un objet ;

  Racine – une seule classe;


 Une classe au niveau G est l’union de ces enfants au niveau G -1.

Dans un dendrogramme, la hauteur des nœuds a une signification : les éléments 1 et 2 (nœud 6) se ressemblent plus que les éléments 4 et 5 (nœud 7). Par contre, la position horizontale est arbitraire. Une troncature de l’arbre à un niveau donné fournit une partition de l’ensemble.

Pour juger de l’homogénéité des groupes, il est nécessaire de disposer d’un critère de comparaison des objets (distance, inertie, etc.). A partir de ce critère, on peut construire une hiérarchie, par exemple en regroupant deux à deux les objets qui se ressemblent le plus. 

On pourrait aussi envisager de comparer toutes les hiérarchies possibles, et choisir celle qui optimise le critère choisi. Malheureusement même pour un petit nombre d’objets, le nombre total de hiérarchies possibles est beaucoup trop grand, ce qui rend l’exploration impossible.

On est donc conduit à utiliser des heuristiques, c’est-à-dire des algorithmes empiriques dont les propriétés d’optimalité sont relatives. Ceci a des conséquences importantes :

D’une part, on n’est pas sûr que la hiérarchie obtenue soit celle qui optimise le critère, et d’autre part, les algorithmes utilisés sont souvent coûteux en temps de calcul et/ou en place mémoire.

Les principaux sous-groupes de cette famille sont les méthodes hiérarchiques descendantes et ascendantes.

6.2.3.1.  Méthodes hiérarchiques descendantes (top-down) ou divisives

Une classification hiérarchique descendante réalise un dendrogramme non pas par agrégation, mais par division depuis tous les éléments formant une classe jusqu'à la partition formée de tous les éléments simples. L'ensemble I des individus à classer est divisé en 2 classes I1 et I0, puis ces classes sont divisées en deux I1 en I10 et I11 et I0 en I01 et I00 et ainsi de suite jusqu'aux classes à un élément.

Pour scinder une classe en deux, une des variantes consiste à prendre le point le plus périphérique d'une classe au lieu de prendre la distance maximale.

L’algorithme général d’une méthode hiérarchique descendante comporte les étapes suivantes :

1- Calcul des distances sur I et tri des valeurs par ordre décroissant ;

2- Evaluation de la distance max d(i1, i0) où chaque élément de I est associé à une classe s0 représenté par i0 et si représenté par i1 ;

3- Il existe n classes. On considère la classe si qui possède le diamètre maximum (distance maximum). On divise si en sa

4- Recalcule des diamètres par ordre décroissant, s'arrêtant dès que le nombre de classes=card(I).

6.2.3.1. Méthodes hiérarchiques ascendantes (bottom-up) ou agglomératives

Les méthodes hiérarchiques ascendantes sont les plus connues des méthodes de

classification automatique. Elles aboutissent à un empilement de partitions dont le sommet

réuni une partition et la base autant de partition que d’objets à classer. Cet empilement peut se

représenter par un arbre composé de branches ayant une bifurcation binaire du sommet vers la

base, la raison pour laquelle on les nomme hiérarchique (Schéma ). L’obtention d’une

partition se fait par coupure de l’arbre à un seuil donné. La classification hiérarchique

agglomérative conduit à une catégorisation polythétique (plus grand nombre d'attributs en

commun).
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Schéma  : Dendrogramme dans la classification hiérarchique ascendante

Toutes les méthodes de classification agglomérative hiérarchique (CAH) peuvent être

décrites par l'algorithme général suivant:

1. Identifier les deux points les plus proches et les combiner en une classe ;

2. Identifier et combiner les 2 points les plus proches (considérant aussi les classes comme des

points) ;

3. Si plus d'une classe subsiste revenir à l'étape 1.

6.3. Choisir les bonnes techniques de Data Mining

Remarquez que  notre préférence pour les arbres de décisions provient dans ce cas du désir de comprendre les motifs du départ et de traiter chaque groupe de manière appropriée. Si notre but était simplement de prédire au mieux les clients susceptibles de partir, sans nous soucier de leurs raisons, on aurait pu choisir une approche basée sur les réseaux de neurones, les arbres de décision. Si notre but était d’estimer le temps d’utilisation de chaque abonné au cours de prochains mois, nous nous serions tourné vers les réseaux de neurones ou la régression.   
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                                     Comment apparier les techniques aux tâches

7. Les logiciels de Data Mining

7.1. Les logiciels

Nous présentons ici quelques logiciels de DM :

7.1.1. Intelligent Miner d’IBM :

Intelligent Miner est un véritable logiciel intégré de DM. Il couvre, par ses différentes fonctions, les techniques de segmentation, de discrimination, de prédiction, d’association et de comparaison de séries chronologiques.

Ces fonctions s’appuient sur des techniques de  modélisation variées : arbres de décision, réseaux de neurones  pour la classification.

Utilisateur : experts  

7.1.2. Clémentine de ISL :

L’outil clementine se positionne comme un sujet intégré comprenant des arbres de décision, des réseaux de neurones,  des outils de régression linaire, des moteurs d’association et des réseaux de Kohonen.
l’outil dispose d’une interface user convivial qui facilite la description 

d’enchaînements de tâche (par exemple, un apprentissage, le filtrage de données ou la visualisation d’un graphique) dans le cadre d’un processus de data mining,

 cet accent est ‘un atout de faciliter  les itération inévitable pour extraire des modèles pertinents

le logiciel fonctionne à la fois sur Windows NT et sur linux , et sans  dialogue avec la plupart des bases de données via ODBC.

Utilisateur : avertis.

7.1.3. SAS Entreprise Miner (SEM)

SEM présente la particularité de permettre la construction de trois modèles d’apprentissage  supervisé (neurone, régression et arbre de décision) en parallèle et de choisir, en final, le meilleur de trois.

Le niveau d’intégration ave les BDDs et les programmes est total. Le produit fonctionne à la fois sur Windows NT et UNIX.

Utilisateur : avertis.

7.1.4. 4thought de Cognos

4Thought est un produit sous Windows qui permet de traiter des problématiques d’apprentissage sur des données continues ou séries temporelles.

4Thought décompose la construction d’un réseau de neurones en cinq phases.

Utilisateur : avertis.

7.1.5. Prédict de Neuralware

prédict est particulièrement adapté pour traiter des problèmes de prédiction, de classification, et de classement.

Il fonctionne sur plates-formes Windows95 et NT, mais peut être utilisé comme une extension d’Excel . au moyen d’une interface conviviale, tous les paramètres nécessaires pour régler et construire un réseau sont accessibles dans des boites de dialogue, et la conception du réseau de neurones se construit simplement à la souris. 

7.1.6. Previa et Elseware

Previa est un produit PC sous Windows qui traite spécifiquement des problèmes des séries temporelles.

Le produit est très simple dans son utilisation et permet à un novice de réaliser très rapidement des modèles de prévision.

7.1.7. Saxon de PMSI

SAXON est un outil complet sous DOS, qui offre une large variété d’options pour concevoir des réseaux de neurones. Il est adapté à des problématiques d’apprentissage supervisé telle quelle la classification, la prédiction, le classement, la prévision, mai aussi à des problématique d’apprentissage non supervisé pour réaliser des segmentation automatiques.

L’outil est particulièrement rapide pour traiter des volumes importants, et l’expert peut spécifier dans le moindres détails l’architecture et les fonction s d son réseau.

Utilisateur : experts.

7.1.8. STARADA de Complex System

STARADA est un progiciel d’exploration de données sous Windows, qui intègre des réseaux de neurones et des algorithmes génétique pour construire des modèles et rechercher des associations.

Utilisateur : avertis

7.1.9. SCENARIO de Cognos
Scenario est un  produit de décisions sur des données continues. Il s’agit d’un produit PC sous Windows. Très simple d’utilisation, doté de peut de paramètre de réglage. Scenario est un produit essentiellement tourné vers l’utilisateur novice qui souhaite découvrir des relations ou valider des hypothèses dans ses données.          

7.1.10. ALICE et ISOFT

ALICE est un produit avec une interface Windows qui tourne sur PC. Il se connecte directement aux principaux tableurs, bases de données et logiciels statistiques, et sais créer des arbres de décision, sur des données discrètes ou continues.   

Utilisateur : néophyte.

Comme il y’a aussi d’autres, nous citons :

· KNOWLEDGE SEEKER D’ANGOS

· DATA MIND
· WIZWHY DE WIZFOT
· SPAD DE CISIA  


7.2. Quelques critères de choix de logiciels

                                                    Les gammes de puissances                          

Simples                                 techniques de modélisation                           Complexes

                                                                                                                             

                                                                                                           Intelligent miner
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                                                          Prédict 
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                                  Matrice de positionnement des logiciels de Data Mining

Voici quelques critères basiques pour évaluer les offres et vous aider à sélectionner les bons logiciels de DM.

Cela vous aidera à résoudre vos problèmes en s’appuyant sur vos données.   

8. Etude de cas

L’exemple est un cas classique de Marketing : identification de profils de clients et organisation d’une compagne de marketing direct.

Il met en scène un voyagiste qui organise des circuits touristiques et offre cinq types de prestation (A, B, C, D, E) son directeur marketing souhaite mettre en place une politique de fidélisation.

Phase 1 : poser le problème

L’objectif ici est de fidéliser la clientèle, donc c’est le souhait de vendre aux clients existants de nouvelles prestations, il s’agit alors de transférer de monodétenteurs des produits actuels en multidétenteurs. Le voyagiste propose plusieurs types de produits.    

 On voit que le problème est problème de structuration (quels sont mes clients ?) et problème

D’affectation (quels sont les clients à contacter ?).

Le DM contribue à satisfaire ces deux objectifs :

· Connaître les clients afin de revoir les offres et la politique marketing ;

· Fournir à la cellule de marketing opérationnel et aux réseaux de distribution une liste ciblée de clients.

 Le deuxième point impose de restituer des critères compréhensibles pour permettre de construire une extraction des  clients dans la BDD par SQL.

Phase 2 : la recherche des données

Les responsables de produits peuvent d’identifier les informations utiles pour caractériser le comportement du client.

Informations sur le client : Age, sexe, situation matrimoniale, nombre d’enfants à charge, catégorie socioprofessionnelle, nombre d’années dans son emploi.

Informations sur le type de produits achetés : la date de premier achat de produits A, B, C, D, E.

Informations comptables : montants des achats, date du premier achat, type de paiement, statut financier du client (bon, moyen ou mauvais).

Informations collectées par questionnaires et enquêtes : centre d’intérêt.

Informations géographiques : code commune, taille de la commune, type d’habitat.

Phase 3 : la sélection des données

La procédure  d’extraction propose est la suivante :

· Si le client n’a effectué aucun achat sur les cinq dernières années alors,pas d’extraction ;

· Si le client a acheté pour plus de chiffre 25 000, on tire aléatoirement un enregistrement sur trois (30%) ;

· Sinon, on tire aléatoirement un enregistrement sur (10%) ;

Cette procédure d’extraction aboutit à un échantillon, certes non représentatif de la population en nombre, mais plus représentatif des enjeux marketing initiaux : accroître le chiffre d’affaires.

Phase 4 : le nettoyage de données

L’extraction conduit à la constitution d’un fichier de 1410 enregistrements. Nous allons procéder à une analyse exhaustive de distributions.

· Analyse des valeurs minimales et maximales comparées aux 2e et 98e centiles : les écarts importants conduisent à exclure les valeurs extrêmes de l’analyse. Cette technique permet de constater que certains clients ont des volumes d’achats supérieurs au 1 000 000  alors que le 98e centile donne une valeur de35 000. il s’agit après vérification auprès de la détection marketing, des comptes d’entreprise codifiés par erreur comme des particuliers, que nous excluons.

· Contrôle de cohérence de certaines informations : l’ancienneté dans le travail ne peut être supérieure à un age inférieur à 16 ou 18ans.

Les variables discontinues sont comparées à des tables de référence : les codes connus sont classés dans la catégorie 99. L’absence de personnes mariées dans le fichier met en évidence une erreur lors de l’extraction.

Des requêtes sur les dates font ressortir : des dates à 00/00/00, donc incohérentes, des dates à 01/01/01, donc vraisemblables et une surprésentativité notoire des 11/11/11 par rapport au 10/11/11 et au12/11/11. les enregistrements correspondants sont éliminés car il s’avère que le programme de saisie n’effectuait pas de contrôle sur ses dates et que les opérateurs avait une fâcheuse tendance à garder la touche « 1 » en foncé au lieu de saisir des dates réelles.         
Les valeurs manquantes :

Nous allons choisir d’intégrer les enregistrements avec les valeurs manquantes en distinguant les valeurs non renseignées des autres valeurs, puis en effectuant un regroupement « flottant » entre la valeur non renseignés et la valeur renseignée(par exemple, la moyenne nationale du nombre d’enfants étant proche de deux (2), les valeurs non renseignées de nombre d’enfants seront assimilées à 2)

Les valeurs nulles :
Nous allons discrétiser la variable quantitative nombre d’enfants

	Valeur initiale
	Valeur discrétisée

	Non renseignée
	Nulle 

	0
	0

	1
	1

	2
	2

	3 à N
	3


Cette transformation a permis de regrouper les nombres d’enfants supérieurs à trois sur une seule valeur discrétisée.

Phase 5 : Les actions sur les variables 

La transformation des variables introduit des dimensions complémentaires à l’analyse :

· Le croissement de la date du premier achat et de la date du dernier achat permet de déterminer une forme de durée de vie du client dans la compagne de voyages;
· Le croissement des variables type d’habitat et taille de la commune permet de caractériser le style d’habitats :
Petite ville + individuel = rural ;

Grande ville + individuel = banlieue chic ;

Grande ville + collectif =forte concentration ;

Etc…

Phase 7 : l’évaluation du résultat

Le processus de validation nécessite souvent de répondre à des carte-arguments du type « comment se fait-il que le canal d’achat ne soit plus important dans la prédiction de ventes sur le produit.

Phase 8 : L’intégration de la connaissance

L’intégration de la connaissance des clients, dépend du niveau de flexibilité de l’entreprise dans ces deux fonctions de communication et de production/logistique.

Fonction de communication : la phase de DM permet de connaître qui sont les clients, d’affiner la connaissance de leur attentes et, éventuellement, d’intégrer avec eux.

La flexibilité de communication de l’entreprise dépend de sa capacité d’interagir ou non

individuellement avec chaque client dans des conditions économiques rentables.

La fonction de production/logistique : La DM met en évidence des attentes différenciées de la part des clients. Plus le comportement est différencié, plus il est important de réagir de manière flexible dans la façon de les accueillir, de livrer les produits ou d’adapter les services. La capacité de l’entreprise peut personnaliser le produit, le canal ou les services aux besoins ou aux attentes du client, lus elle a de flexibilité dans ses fonctions de production et de logistique. 

Les impact organisationnels des résultats du Data Mining : le comportement de ces deux facteurs de flexibilité permet de construire une matrice de positionnement de l’entreprise

                                                    Forte

	Flexibilité

externe
	One

To
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	Monolithisme
	Flexibilité externe




Flexibilité 

     De la communication
                                           Faible                                      Forte

                                                          Flexibilité

                                                   De production et logistique

                                       Figure : Flexibilité de la communication et de la logistique
Dans la partie inférieure gauche de la matrice, on trouve des entreprises peu flexibles. L’apport du DM se limitera à la rédaction d’un rapport d’études, où à la construction d’un plan d’extraction la clientèle diversifiée, mais l’entreprise reste monolithique dans son comportement.

Conclusion

A travers de cet rapport, nous avons met en évidence la notion d’extraction de connaissance à partir de données (ECD) (ou KDD) et son processus.

Nous avons montré l’importance de KDD pour aider un diagnostic des données et plus généralement pour l’aide à la décision.

Nous avons vue que le processus  de KDD comporte une phase très importante, est celle de Data Mining (fouille de données) que nous avons le présenté tout u long de ce rapport, ainsi ses tâches, son processus, ses techniques, etc.

Nous pouvons dire que, le Data Mining est la technologie idéale pour extraire l’information des données, et son importance est croissante dans les sociétés qui en détiennent en grande quantité. Il complète d’autres modèles d’analyse, et aide les utilisateurs à naviguer et explorer le nombre croissant de Data Warehouse. Ceci plus facilement et plus rapidement l’information cachée dans l’énorme volume de données.   
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