TP NEURATEL 


Régression par Perceptron Multicouches
Le but du TP est de mettre en oeuvre une méthodologie constructive pour déterminer une fonction de régression à l'aide de perceptrons multicouches. Il s'agit , à partir d'un jeu de données , de modéliser une fonction à l'aide d'un MLP. Il peut s'agir par exemple de la fonction de transfert d'un système physique quelconque que l'on souhaite modéliser, à partir de données mesurées. Le bruit ajouté aux données corresponds par exemple au bruit de mesures des capteurs. Le T.P se fera sur données simulées, la manière dont on générera les données doit permettre d'illustrer la méthode et les résultats auxquels on peut parvenir.  Le projet sera réalisé en MATLAB dont une documentation en ligne existe (helpwin).

· Les subroutines
On utilisera 7 programmes MATLAB :

· schioler.m et silverman.m : qui permettent de simuler des données bruitées sur une courbe de régression. La courbe générée par schiloer.m est plus simple que celle générée à l'aide de silverman.m
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· MLPinit.m : qui permet de définir une architecture de perceptron multicouches à une couche cachée et d'initialiser les poids.  Les nombre d'entrées et de sorties sont fixés en fonction de la dimension des formes d'apprentissage qui sont utilisées, les biais sont ajoutés automatiquement. Les poids initiaux sont stockés dans les matrices W1 (poids entre couche d'entrée et couche cachée) et W2 (poids entre couche cachée et couche de sortie)

· MLPfit.m : qui permet d'effectuer l'apprentissage pour un ensemble d'apprentissage (X,Y) donné en utilisant une version de l'algorithme de rétropropagation du gradient. L'algorithme s'arrête s'il a effectué  nbitmax  itérations ou bien si les poids ne changent presque plus (sensibilité < seuil). Les poids en fin d'apprentissage sont sauvegardés dans les matrices W1 et W2.

· MLPval.m : qui permet de calculer les valeurs de la régression effectuée par le perceptron multicouches [W1,W2] aux points X.
· get_samples.m : qui permet de séparer graphiquement,  à l’aide de la souris, l’ensemble d’apprentissage de l’ensemble de test (voir point 5 dans la page suivante).
· demoregress.m : qui met en œuvre les différents programmes ci-dessus pour faire ce qui est demandé dans ce TP (Ce programme devra être développé et modifié au cours du TP)

· Réseau de neurones

En utilisant la fonction MLPval.m tracer la fonction f(x) pour x compris entre –3 et 3 simulée par un réseau dont les caractéristiques sont les suivantes

 une couche cachée de 3 neurones dont la fonction d’activation est une tangente hyperbolique 

une couche de sortie de 1 neurone dont la fonction d’activation est linéaire

tous les poids sont tirés aléatoirement

Donner l’expression analytique de cette fonction

Quel est le nombre total de poids ?

Bases de données-méthodologie
3  ensembles de données : l’ensemble d’apprentissage, l’ensemble de validation et l’ensemble de test sont nécessaires 

· l’ensemble d’apprentissage sert à calculer les poids du réseau choisi

· l’ensemble de validation (ou de généralisation) permet de vérifier que les performances du réseau obtenu peuvent se généraliser, il sert à vérifier qu’il n’y a pas sur-apprentissage, à déterminer si l’apprentissage est terminé. C’est les performances sur l’ensemble de validation qui permettent de définir l’architecture optimale du réseau, le nombre de neurones dans la couche cachée
· l’ensemble de test ne doit pas intervenir dans la détermination du réseau de quelque manière que se soit ni pour la détermination des poids (apprentissage) ni pour la détermination de l’architecture (validation). Il sert à évaluer les performances du réseau final obtenu
On effectuera le TP successivement pour chacune des deux courbes proposées (scholier, silverman) Pour chaque partie on prendra garde de sauvegarder les architectures optimales avec les poids correspondants ainsi que les différents fichiers utilisés (apprentissage validation test)

· Définir l’architecture optimale avec un ensemble d’apprentissage important et bien réparti  

· Dans un premier temps, comme indiqué dans le programme demoregress. On simule d'importants ensembles d'apprentissage et de validation 

· Déterminer une architecture  optimale en faisant croître le nombre de neurones sur la couche cachée. Essayer par exemple 5,10,15 ou 20 neurones cachés  avec 1000 données d'apprentissage par exemple (travailler avec un binôme voisin de manière à ce que chacun ne teste que 2 architectures)

On constate que le nombre de neurone n'est pas critique, différentes architectures fournissent les mêmes performances. L'essentiel est de s'assurer que , pour une architecture donnée, l'erreur minimale a bien été atteinte:

Ce qu'il ne faut pas faire Fixer le nombre d'itérations (100 par exemple) et comparer les architectures pour ce nombre d'itérations. faire plusieurs essais avec des conditions initiales différentes. Remarquer que l'architecture optimale obtenue  est différente à chaque essai

Ce qu'il faut faire Pour comparer différentes architectures il faut, pour chacune d'elle, déterminer ses performances optimales. Une fois le nombre de neurones fixé il faut relancer plusieurs fois l'apprentissage avec une initialisation des poids différente et s'assurer que l'algorithme a bien convergé. Vérifier que le n'ombre d'itérations est suffisant pour que l'algorithme converge (Figure 3). On choisira pour commencer 500 itérations et on effectuera 500 itérations supplémentaires jusqu'à ce que l'algorithme converge. Vérifier qu'il n'y a pas de surapprentissage

· Déterminer d’abord visuellement cette architecture optimale en comparant la fonction simulée par le MLP à celle qui a servi à générer les ensembles de données( Figure 2). 
· Vérifier que l'erreur en généralisation (sur l’ensemble de validation) est bien minimale pour l'architecture choisie. 

· Générer un ensemble de test et calculer l'erreur sur cet ensemble 
· Etudier les paramètres importants dans la construction de l’ensemble d’apprentissage.
Contrairement à se qui se passe en TP sur données simulées, si on suppose que la modélisation de la fonction est effectuée à partir d'un jeu de données mesurées. Le nombre de données dont on dispose est souvent un point critique, l'objectif de ce paragraphe est d'étudier l'impact d'un jeu d'apprentissage répartit correctement mais trop restreint.  

· On utilise  maintenant l'architecture optimale obtenue précédemment (environ 10 neurones dans la couche cachée pour la fonction schioler ). Calculer le nombre de poids Np du réseau en déduire le nombre de données d’apprentissage théoriquement nécessaires (environ 10 Np)

Faire varier le nombre de points Na dans l'ensemble d'apprentissage 

Déterminer le nombre minimal Namin de points pour lequel on a toujours une généralisation correcte  (une erreur moyenne de 0.0390 par exemple pour la fonction schioler)? 

· Observer l'apparition du phénomène de sur-apprentissage, remarquer que plus Na est faible plus le phénomène arrive rapidement
· Block de données manquantes

Même si le nombre global de données est suffisant il arrive fréquemment lorsque l'on utilise des données expérimentales qu'une partie de l'ensemble de données ne soit pas représentée dans l'ensemble d'apprentissage

· Utiliser les données du fichier appblock.dat comme données d’apprentissage 

Faire l’apprentissage avec l’architecture optimale définie au 1).  Remarquer que l'on peut obtenir un réseau très différent avec un tel ensemble d'apprentissage ? 

· Utiliser les données du fichier appblock.dat comme données d’apprentissage et valblock.dat comme données de validation 

Faire l’apprentissage avec l’architecture optimale définie au 1).  Remarquer que même dans le cas ou la fonction approximée est très différente de la fonction souhaitée les erreurs d'apprentissage et de validation peuvent être faibles et la fonction simulée par le réseau est très loin de fonction désirée

Dans la mesure ou la base de validation est correcte on peut se rendre compte qu'il y a un problème sur la base d'apprentissage en comparant les erreurs d'apprentissage et de validation. Si par contre certains sous ensembles de l'espace des données ne sont représentés ni dans la base d'apprentissage ni dans celle de validation, le réseau obtenu peut très mal approximer la fonction souhaitée et cependant obtenir de très bonnes performances. Lorsqu'un tel réseau est appliqué ces performances peuvent être très mauvaises: 
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