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Sujet du travail
  L’expérience DVCS (Deeply Virtual Compton Scattering), étudie la diffusion Compton virtuel d’un faisceau d’électrons polarisé sur une cible d’hydrogène liquide, dans le but de définir la structure interne du nucléon en termes des quarks et des gluons. 

Pour mieux caractériser l’expérience DVCS, processus de faible probabilité, les énergies de l’électron et du photon réel produit lors de l’interaction sont mesurées et le proton de recul est détecté dans la voie de sortie.

Le détecteur du photon est un calorimètre hadronique de haute résolution composé de 132 blocs, et constitué de barreaux couplés à un photomultiplicateur qui mesure l’énergie déposée par les photons. Le détecteur étant placé très près du faisceau, le taux de comptage est élevé, et risque de générer des événements quasi-simultanés qui peuvent brouiller le signal et influencer les résultats.

Pour résoudre ce problème, chacun des photomultiplicateurs est connecté à un module électronique qui digitalise le signal électrique qu’il reçoit sur une fenêtre temporelle.

Notre travail consiste à développer un réseau de neurones qui permettra d’améliorer la résolution en énergie et temps de ces modules. 
Introduction
 Les réseaux de neurones dont le nom et la conception schématique sont inspirés des vrais neurones, présentent une méthode de calcul basée sur l’entrainement d’un système à chercher une solution ou optimiser un résultat par expérience. Un réseau de neurones, voir fig.1, est constitué d’une couche d’entrée où l’on introduit les valeurs pour les calculs, une couche de sortie de laquelle on obtient les résultats et des couches intermédiaires (Cachées) qui effectuent tous les calculs. Par convention, la couche d’entrée n’est pas comptée, car elle n’effectue aucun calcul. Ainsi, un réseau constitué d’une couche d’entrée, une couche intermédiaire et une couche de sortie, est dit un réseau à deux couches. Un réseau à une couche sera donc, un réseau avec une couche d’entrée et une couche de sortie. 
Chacune de ses couches contient plusieurs neurones, où chaque neurone est lié à tous les autres dans la couche qui suit par des paramètres appelés les coefficients synaptiques. Ces coefficients sont modifiés pour optimiser les résultats à la sortie.
      Les premiers travaux sur les réseaux de neurones étaient menés par les neurologues Warren McCulloch et Walter Pitts, où ils ont construit un modèle simplifié de neurones biologiques appelé neurone formel. Ils ont aussi montré théoriquement que des réseaux de neurones formels simples peuvent réaliser des fonctions logiques, arithmétiques et symboliques complexes. En 1949, le physiologiste américain Donald Hebb a proposé pour la première fois une règle simple pour modifier les valeurs des coefficients synaptiques en fonction de l’activité des unités qu’ils relient. Cette règle est connue sous le nom de la règle de Hebb. En 1957, Franck Rosenblatt a présenté le modèle du perceptron, qui diffère des systèmes d’apprentissage logiques formels par le fait qu’il est capable d’apprendre par expérience, même si l’utilisateur commet quelques erreurs.

     C’est en 1969, que l’industrie des réseaux de neurones a subi une chute dramatique. Cette chute fut portée par les limitations théoriques du perceptron mises en évidence par Marvin Lee Minsky et Seymour Papert, notamment en ce qui concerne l’impossibilité de traiter des problèmes non linéaires ou de connexité.

      En 1982, un intérêt aux réseaux de neurones a réapparu après la publication d’un article par John Hopfield, un physicien connu, introduisant un nouveau modèle du réseau des neurones et après la déception par les approches algorithmiques de l’intelligence artificielle, du fait que leurs applications ne répondaient pas aux attentes.
      En 1986, une révolution a survenu dans le domaine des réseaux de neurones artificiels. Proposé pour la première fois par Werbos et introduit par Rumelhart, le perceptron multicouches, basé sur la rétropropagation du gradient d’erreur est capable de traiter avec succès des phénomènes non-linéaires.

      Les réseaux de neurones sont utilisés dans plusieurs domaines : pour approximer une fonction inconnue, par les banques pour vérifier le montant des chèques, par la poste pour trier le courrier en fonction du code postal, où encore dans les estimations boursières  pour l’apprentissage  de la valeur d’une entreprise en fonction des indices disponibles tels que les bénéfices, les endettements à long et à court terme...etc. 
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                             Fig.1 Un modèle d’un réseau de neurones à deux couches
1. Principe de fonctionnement 
Chaque neurone de la couche d’entrée ou d’une couche intermédiaire est lié à chaque neurone de la couche qui suit. Il existe aussi un neurone appelé ‘’biais’’ qui fournit comme valeur d’entrée 1. En utilisant les valeurs d’entrée qu’il reçoit d’une source externe ou des neurones de la couche précédente et les coefficients synaptiques (poids) qui définissent ses liaisons avec ses autres neurones, un neurone performe le calcul selon quelques règles (que l’on verra plus tard) et transmet le  résultat aux neurones de la couche suivante. Ce processus de calcul se répète par tous les neurones dans toutes les couches, mise à part la couche d’entrée qui n’effectue aucun calcul et qui juste reçoit les entrées et les transmet à la couche suivante. C’est la couche de sortie qui fournira le résultat final.
2. Entrées et sorties des neurones 

La valeur d’entrée à un neurone de la couche n est la somme faite sur les produits des poids définissant les liaisons entre le neurone de la couche n et ceux de la couche n-1 par les valeurs de leurs résultats. Ainsi, si on considère un réseau à une couche, avec deux neurones dans la couche d’entrée et un neurone à la sortie, fig.2 :
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                                                                 Fig.2
x1 et x2, w1 et w2 sont les entrées et les poids des neurones 1 et 2 respectivement. θ est le poids du biais, l’entrée totale S au neurone de la sortie est :
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Cette expression, généralisée au cas d’un neurone k d’une couche quelconque d’un réseau, et recevant des entrées à un instant t des neurones j de la couche précédente s’écrit :
                                                Sk (t) = 
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Un neurone dont l’entrée est régie par cette expression est appelé neurone sigma.

La valeur de la sortie yk produite par un neurone k à un instant t+1, est déterminée par une fonction d’activation Fk , qui prend comme paramètre la valeur de l’entrée totale Sk reçue par le neurone à l’instant t :
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Quelques exemples typiques de la fonction d’activation : la sigmoïde, la tangente hyperbolique et la fonction de Heaviside.

3. Entrainement du réseau 
Un réseau de neurones est dédié à optimiser les résultats qu’il produit. Ainsi, une manière de faire cela est de fixer les valeurs des poids à celles produisant les résultats désirés, cette méthode exige une préconnaissance des bonnes valeurs des poids. Une autre manière est d’entrainer le réseau à modifier lui-même les poids jusqu’à l’obtention des résultats désirés. 
Il existe deux types d’entrainement pour cette dernière méthode :

-  L’entrainement surveillé : le réseau est forcé à faire converger les résultats à ceux désirés.
-  L’entrainement non-surveillé : on donne au réseau est la liberté de produire des résultats convergeant vers des valeurs non définies.

4. Modification des poids 

Quelque soit la méthode d’entrainement, les valeurs des poids subiront des modifications.

En général, ces  modifications sont régies par la règle d’apprentissage de Hebb qui suit.

Soit 
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 la correction apportée au poids wjk , liant le neurone j à k, yj  et yk les valeurs des sorties des neurones j et k respectivement.. γ est une constante positive définissant le taux d’apprentissage du neurone. La correction sur wjk s’écrit :  
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La deuxième règle d’apprentissage est celle de Widrow-Hoff  ou la règle ‘’delta’’ qui définit la correction sur le poids par la différence entre le résultat désiré dk et le résultat  produit yk par le neurone :    
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5. Le perceptron

Le perceptron, une autre règle d’apprentissage, utilise comme fonction d’activation la fonction de Heaviside ou sgn, définie par :
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 s est la valeur d’entrée à un neurone. Ainsi, la sortie désirée ou produite par ce neurone aura comme valeur 1 ou -1, selon le signe de s. Cette règle suit les étapes suivantes, où elle :
       1.  génère des valeurs aléatoires pour les poids.

2. prend une valeur x parmi les valeurs d’entrées proposées.

3. compare la valeur produite y avec celle désirée d(x) pour l’entrée x, si y ≠ d(x) les poids sont modifiés par :                         Δwi = d(x)xj                                             (7)
4. revient à l’étape 2.

La modification sur le biais est donnée par :
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Si les poids donnent les valeurs désirées à la sortie aucune modification sur les poids n’aura lieu. 
6. La règle ‘’delta ‘’

Une généralisation de cet algorithme d’entrainement est donnée par la règle d’apprentissage du ‘’moindre carré’’ ou (LMS) pour ‘least mean square’, créee par Widrow et Hoff. Cette règle utilise la valeur brute de la sortie d’un neurone plutôt que celle donnée par la fonction d’activation. Cette méthode vise à minimiser l’erreur produite sur les valeurs des sorties par rapport à celles désirées en modifiant les poids avec une fonction d’erreur définie par : 
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[image: image13.wmf]                                         (9)
 p est l’indice du neurone produisant la sortie y et ayant comme sortie désirée d. La correction produite sur un poids est proportionnelle à la dérivée de la fonction d’erreur par rapport à ce poids :
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Où γ est une constante de proportionnalité.

Cette dérivée s’exprime par :
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La sortie y d’un neurone lié à un biais par un poids θ, et par des poids wj aux neurones j ayant des entrées xj,  s’exprime par : 
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D’où :
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Et :
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Alors, on déduit l’expression de Δpwj :
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7. Limitation d’un réseau à une couche
On a commencé le travail par l’étude d’un réseau à une seule couche, avec deux neurones à l’entrée et un seul à la sortie, fig.2. L’entrée au neurone de sortie est donnée par l’équation (2) et la fonction d’activation (6). Ainsi, ce réseau sert à classer les entrées en deux catégories selon la valeur de la sortie qu’ils produisent ( 1 ou -1). 

La droite définie par 
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Cette équation exprimée sous une autre forme :
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La représentation géométrique de cette droite obtenue avec un programme qu’on a réalisé :

                                [image: image23.emf]
                                                                            Fig.3
Où les cercles désignent les points fournissant une valeur de sortie égale à 1 et les croix une valeur égale à  -1.  
Néanmoins, un tel réseau est incapable de résoudre certains problèmes, comme celui du XOR ou or-exclusif.

Si on considère le tableau, fig.4, en y réalisant une représentation géométrique, on voit bien que les deux différentes classes d’entrées ne peuvent pas êtres séparées par une droite, fig.5,  d’où on conclue sur la limitation d’un réseau avec une seule couche à résoudre quelques problèmes. 
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                                                            Fig.4
Ce résultat a été prononcé par Minsky et Papert. D’un autre coté, ils ont montré que ce problème peut être résolu en ajoutant au réseau une couche cachée de neurones. Cette modification élargi l’espace de représentation des entrées à un espace de 3 dimensions, et donc augmente le nombre des problèmes résolus par le réseau. Ainsi, on voit qu’en 3 dimensions les deux points noirs peuvent être séparés des blancs par un plan, fig.6.


                                                                       [image: image27.emf]
                     Fig.5                                                          Fig.6
8. Réseaux multicouches et la rétro-propagation d’erreur
Un réseau de neurones à plusieurs couches fonctionne de la même manière qu’un réseau à une seule couche : Une couche d’entrée reçoit une donnée externe qu’elle transmet à la première couche cachée qui suit, qui effectue un calcul et qui le propage ensuite à la couche d’après qui fera la même chose et ainsi de suite jusqu’à la dernière couche, celle de la sortie, qui fournit le résultat final qu’elle compare avec le désiré. Lorsque le résultat produit diffère du désiré, les poids vont être modifiés mais pas de la même façon que dans le cas d’un réseau à une couche. Dans un réseau multicouche ces modifications se font par la rétro-propagation d’erreur, où le signal d’erreur (la différence entre résultat produit et désiré) détecté pour un neurone de la couche de sortie est utilisé pour modifier les poids des neurones auxquels il est lié dans les couches antérieures. Ce calcul généralise la règle delta qui a été utilisée pour un réseau à une couche, à un réseau multicouche où les poids sont modifiés selon    
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On écrit :
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D’après l’équation (2) on trouve :
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Si on définit :
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D’après 
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Si on suppose que le neurone k est un neurone de la sortie, on obtient le même résultat (14) qu’avec la règle delta :
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En remplaçant (22) et (21) dans (20) on obtient :
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Pour calculer la contribution d’un neurone h quelconque d’une couche cachée à l’erreur produite à la sortie du réseau, on généralise l’expression précédente par récurrence et on obtient :
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9. Etude d’un réseau à deux couches

Pour mieux visualiser et comprendre le fonctionnement d’un réseau multicouche, on a étudié le cas simple d’une seule couche cachée et une entrée chacune composée de deux neurones et un biais, et une sortie avec un seul neurone, fig.7.

                
[image: image37]
                                    Fig.7 Un réseau de neurone à deux couches
Dans notre étude on a considéré comme fonction d’activation la sigmoïde, définie par :
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Sa dérivée par rapport à s est donnée par :
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D’après la fig.6, où x1 et x2 sont les valeurs des entrées aux neurones 1 et 2 respectivement, et les w les poids liant les neurones, l’entrée totale au neurone caché 1 et sa sortie s’écrivent respectivement :
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Egalement, on obtient pour neurone 2 :
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D’où, l’entrée totale et la sortie finale produite par le neurone 3 :
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Si F3(S3) ≠ F3d(S3), où F3d est la sortie désirée, l’erreur due à ce fait est d’après (23) et (25) :
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Pour simplifier, on a noté  F3(S3) par F3, on fera la même chose pour les autres termes.

En utilisant (15) on obtient les corrections suivantes sur les poids, où α est une constante positive :
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Ces corrections entrainent des nouvelles valeurs pour ces poids, notées par w’13, w’23 et w’03.
Ces nouveaux poids ne sont rien d’autre que la somme des poids initiaux et leurs corrections correspondantes. Ainsi, la contribution des neurones cachés à l’erreur produite à la sortie s’exprime par :
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On en déduit les corrections sur les autres poids :
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10. Travail et résultats

Le programme qu’on a écrit pour l’exemple précédent, prend un couple d’entrées binaires dont les sorties désirées sont présentées dans le tableau de la fig.8, calcule les valeurs des sorties et si elles sont très différentes de celles désirées les poids sont modifiés, ensuite il reprend un autre couple binaire et il refait le même processus. Ces étapes sont répétées 1 million de fois (1 million d’itérations) où les poids sont modifiés à chaque itération.  
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                                                             Fig.8
Les poids obtenus après 1 million d’itérations et en optimisant les sorties par rapport à celles désirées à un certain degré :

                                                           w13 = 12.7679
                                                           w23 = -13.4158

                                                           w03 = -6.05975

                                                           w11 = 7.39478

                                                           w12 = 5.60043

                                                           w21 = 7.40748

                                                           w22 = 5.60516

                                                           w01 = -3.39498

                                                           w02 = -8.57513

Ces poids produisent les résultats suivants pour les couples d’entrées x1 et x2 :
	  
[image: image59.wmf]1

x


	  
[image: image60.wmf]2

x


	     Résultat 

	   1
	   1
	  0.00299964

	   0
	   0
	  0.00351244

	   1
	   0
	    0.997061

	   0
	   1
	    0.997061


                                                                         Fig.9

Ainsi, on voit que les résultats obtenus diffèrent de l’ordre de 0.3% de ceux désirés.
D’une manière analogue, on a réalisé un autre programme qui génère des couples d’entrées réelles aléatoires et qui prend comme sortie désirée la moyenne du couple, soit
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. Les poids optimaux obtenus sont :

                                                          w13 = 1.53068      
                                                          w23 = 4.35239
                                                          w03 = -2.69307                                                    
                                                          w11 = 1.78317      
                                                          w12 = 1.63336      
                                                          w21 = 1.03623
                                                          w22 = 1.83871
                                                          w01 = -0.375703      
                                                          w02 = -2.32514     

Les résultats obtenus et désirés sont montrés sur la fig.10 :
	Résultat désiré
	Résultat obtenu


	     0.749948     
	     0.747832

	     0.487137     
	     0.484246

	     0.662038     
	     0.667178

	     0.322051     
	     0.322223


                                                                             Fig.10
Les deux résultats diffèrent de l’ordre de 0.4%.
11. Etude du cas général

Après cette étape on a généralisé le programme au cas d’un réseau à deux couches composées d’un nombre quelconque de neurones et obtenant les entrées et les sorties désirées des fichiers textes.
La première partie du programme calcule les poids optimaux et les sauvegarde dans un fichier. Les entrées sont obtenues en ajoutant aux valeurs lues d’un fichier texte un ‘’bruit’’ défini par une amplitude générée aléatoirement. Les sorties désirées sont obtenues en multipliant les valeurs lues de ces fichiers par cette amplitude. La deuxième partie du programme utilise les poids optimisés pour calculer le signal de sortie pour une amplitude fixe. Les signaux d’entrée, produits et désirés sont tracés en fonction des neurones qui les produisent. Ces neurones peuvent modéliser le temps au cours duquel le signal se propage. 
 Le but est d’optimiser les paramètres définissant la résolution du réseau (l’efficacité de son apprentissage) tel que le nombre des neurones dans la couche cachée, le nombre des itérations et la constante positive α, voir équation (34), afin d’extraire le signal non bruité et de l’approcher au maximum à la valeur désirée.
 On a commencé l’étude avec 40 neurones dans les trois couches, 10 millions d’itérations, amplitude fixée à 0.6 et α=0.5. On a obtenu le graphe suivant, fig.11, du signal en fonction du temps. On représentera dans la suite le signal produit à la sortie par des traits rouges, le signal désiré par des traits noirs et le signal d’entrée par des traits bleus.
                    [image: image62.emf]
                                                                          Fig.11
On voit que le signal de sortie est très proche du désiré le long du tracé.

Dans fig.12, on a représenté le fit du signal de sortie avec le désiré par un histogramme pour différentes amplitudes : 0.01, 0.05, 0.2, 0.6, 0.8 et 1.0 respectivement.
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                                                                      Fig.12
On figure la valeur de (sigma) et la valeur moyenne autour de laquelle ces gaussiennes sont centrées (mean).
Dans la suite, on a refait la même étude pour différentes valeurs des paramètres : nombre des itérations, nombre de neurones et α. Ainsi, on varie un paramètre à la fois en gardant les autres fixes. 
Pour 60 neurones dans la couche cachée et 40 dans les couches d’entrée et sortie, α=0.5 et amplitude fixée à 0.6, on a varié le nombre des itérations de deux millions à 20 millions et on a obtenu les résultats ci-dessous. 
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                                                                      Fig.13
On remarque que le centre de la gaussienne se décale par rapport à l’amplitude fixée à 0.6 pour les différentes valeurs des itérations, avec une moyenne très proche de 0.6 à 2 millions d’itérations.
On représente sur la fig.14, les différents histogrammes pour des différents nombres de neurones dans la couche cachée en gardant toujours 40 neurones dans les couches d’entrée et  sortie. L’amplitude est fixée à 0.6 et α=0.5.
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                         10 neurones                                                             20 neurones

[image: image77.emf]            [image: image78.emf]
                        30 neurones                                                                40 neurones

[image: image79.emf]                [image: image80.emf]
                        50 neurones                                                                  60 neurones

                                                                        Fig.14
On remarque qu’à 50 neurones dans la couche cachée l’histogramme est le plus centré autour de 0.6.
Le dernier paramètre étudié est α, la constante positive qui intervient dans le calcul des corrections sur les poids. Les histogrammes qui suivent sont réalisés pour 40 neurones dans les trois couches, deux millions d’itérations et une amplitude fixée à 0.6.
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                               α = 0.1                                                                      α = 0.3
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                                                                       Fig.15
On remarque que pour 40 neurones, c’est autour de α = 1.0 que la gaussienne est le mieux centrée par rapport à 0.6.
Le but est de trouver les valeurs optimales des paramètres. Ces valeurs doivent minimiser la  valeur de σ de la gaussienne et la différence entre le signal produit et désiré. On a calculé le carré de cette différence entre les deux signaux divisé par le carré de l’amplitude, on a appelé cette quantité χ2. 
Afin de pouvoir déterminer les paramètres optimaux, on a tracé les valeurs à minimiser en fonction des différents paramètres.

Sur la fig.16, on a tracé σ en fonction du nombre des neurones dans la couche cachée, avec un nombre fixe de neurones dans les autres couches.
                         [image: image89.emf] 

                                                                       σ vs neurone

                                                                           Fig.16
On remarque ainsi que 50 neurones dans la couche cachée minimisent le plus la valeur de σ. On peut donc considérer que 50 est une valeur optimale de ce paramètre.

Sur la fig.17, on a tracé σ et χ2  pour différentes valeurs de α. On remarque que σ prend une valeur relativement petite pour α=2.0 et que χ2 reste assez petit jusqu’à α=2.0, après lequel sa valeur augmente brusquement. On prendra 2.0 comme valeur optimale pour α.  
[image: image90.emf]
                                 σ vs α                                                                          χ2 vs α
                                                                        Fig.17
Le dernier paramètre qu’on cherche à optimiser est le nombre d’itérations. On représente sur la fig.18, la variation de σ et χ2 en fonction de ce paramètre jusqu’à 20 millions.
[image: image91.emf]            [image: image92.emf]
                        σ vs itération                                                           χ2 vs itération

                                                                    Fig.18
D’après les graphes ci-dessus, à partir de 6 millions d’itérations σ prend des valeurs plus ou moins stables et une valeur relativement plus petite que le reste à 8 millions itérations, de l’autre coté, χ2 prend une petite valeur à 12 millions. En comparant les deux cas, on trouve que 12 millions est une bonne optimisation pour le nombre d’itérations.
12. Les perspectives
     Jusqu’à ce moment, on a étudié le signal détecté dans le bloc numéro 100 du calorimètre. Ce signal est plus bruité que d’autres, comme celui provenant du bloc 32; du fait qu’il est plus proche du faisceau et donc reçoit un signal plus intense. La prochaine étape serait d’obtenir les résultats pour le bloc 32 et de les comparer à ceux du bloc 100 pour voir si on obtient ce qui est attendu et de comparer l’efficacité de la méthode de calcul du réseau de neurone à d’autres méthodes de calculs utilisées précédemment. 
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